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RESUMEN

La desercion estudiantil constituye uno de los principales desafios que enfrentan las instituciones
de educacion superior en América Latina, afectando no solo la eficiencia institucional sino también
las trayectorias profesionales de miles de estudiantes. Este trabajo presenta el desarrollo de un
dashboard web interactivo que integra un modelo de machine learning previamente validado para
la prediccion temprana de desercion estudiantil en la Facultad de Ciencias y Tecnologias (FCyT)
de la Universidad Nacional de Caaguazl. El sistema propuesto permite a gestores académicos y
docentes identificar estudiantes en riesgo mediante visualizaciones intuitivas y alertas
automatizadas, facilitando intervenciones oportunas y personalizadas. La metodologia empleada
incluyo la integracion del modelo predictivo desarrollado por Gonzélez y Bogado, el disefio de una
arquitectura web escalable utilizando tecnologias modernas como Python, Django, React.js y
PostgreSQL, y la evaluacion de viabilidad técnica, operativa y econdémica del sistema. Los
resultados demuestran que la implementacién de este tipo de herramientas tecnoldgicas puede
contribuir significativamente a la reduccion de las tasas de desercion, optimizando el uso de
recursos institucionales y mejorando los indicadores de retencion estudiantil. Este proyecto se
enmarca dentro de las lineas de investigacion de Ingenieria del Software y Ciencia de Datos de la
FCyT, y contribuye directamente al cumplimiento del Objetivo de Desarrollo Sostenible 4

(Educacion de Calidad) de las Naciones Unidas.

Palabras clave: desercion estudiantil, machine learning, dashboard web, prediccion temprana,

ingenieria del software, ciencia de datos, ODS 4, educacién superior.
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ABSTRACT

Student dropout is one of the main challenges facing higher education institutions in Latin America,
affecting not only institutional efficiency but also the professional trajectories of thousands of
students. This paper presents the development of an interactive web dashboard that integrates a
previously validated machine learning model for the early prediction of student dropout at the
Faculty of Sciences and Technologies (FCyT) of the National University of Caaguazu. The
proposed system allows academic administrators and faculty to identify at-risk students through
intuitive visualizations and automated alerts, facilitating timely and personalized interventions. The
methodology employed included the integration of the predictive model developed by Gonzalez
and Bogado, the design of a scalable web architecture using modern technologies such as Python,
Django, React.js, and PostgreSQL, and the evaluation of the system's technical, operational, and
economic feasibility. The results demonstrate that the implementation of this type of technological
tool can significantly contribute to reducing dropout rates, optimizing the use of institutional
resources, and improving student retention indicators. This project falls within the research lines of
Software Engineering and Data Science at the Faculty of Science and Technology (FCyT), and
directly contributes to achieving Sustainable Development Goal 4 (Quality Education) of the

United Nations.

Keywords: student dropout, machine learning, web dashboard, early prediction, software

engineering, data science, SDG 4, higher education.
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1. Introduccion

La educacion superior desempeiia un papel fundamental en el desarrollo econdmico y social de las
naciones, constituyéndose como el principal mecanismo de movilidad social y formacién de
capital humano calificado. Sin embargo, las instituciones universitarias de América Latina
enfrentan un desafio persistente y complejo: la desercion estudiantil. Este fendémeno, caracterizado
por el abandono prematuro de los estudios universitarios, representa no solo una pérdida individual
para el estudiante que ve truncadas sus aspiraciones profesionales, sino también un problema
institucional que afecta la eficiencia del sistema educativo y un desperdicio de recursos publicos y

privados invertidos en la formacion académica.

La Facultad de Ciencias y Tecnologias de la Universidad Nacional de Caaguazu, registra indices
preocupantes de abandono estudiantil particularmente durante los primeros afios de formacion
académica. Esta situacion genera consecuencias multiples: estudiantes que no logran completar su
formacion profesional, familias que ven frustradas sus expectativas de mejora socioecondémica, y

una institucion que no alcanza sus metas de graduacion y formacion de profesionales competentes.

La complejidad del fendmeno de la deserciéon radica en su naturaleza multifactorial.
Investigaciones previas [1] [2] han identificado que las causas del abandono estudiantil incluyen
factores académicos como el bajo rendimiento y la inadecuada preparacion preuniversitaria,
factores socioecondmicos como las dificultades financieras y las responsabilidades laborales,
factores personales como problemas de salud y falta de motivacidn, y factores institucionales como
la ausencia de programas de apoyo académico y la limitada integracion del estudiante a la vida
universitaria. Esta multiplicidad de causas hace que la prediccion y prevencion de la desercion sea
un desafio metodoldgico considerable, requiriendo enfoques integrales que consideren

simultdneamente multiples variables y sus interacciones.

En las ultimas dos décadas, el avance de las tecnologias de informacion y comunicacion, junto con
el desarrollo de técnicas de inteligencia artificial y andlisis de datos, ha abierto nuevas
posibilidades para abordar problemas complejos en el ambito educativo. Especificamente, los
modelos de machine learning han demostrado capacidad para identificar patrones ocultos en
grandes volumenes de datos académicos, permitiendo predecir con precision razonable qué
estudiantes presentan mayor riesgo de desercion. Estos modelos pueden procesar informacion

historica de desempeiio académico, datos socioecondmicos, registros de asistencia y multiples
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variables institucionales para generar indicadores predictivos que anticipen el comportamiento

futuro de los estudiantes.

Sin embargo, la mera existencia de modelos predictivos precisos no garantiza su utilidad practica
en el contexto institucional. Un modelo de inteligencia artificial, por sofisticado que sea, resulta
de escasa utilidad si permanece como un artefacto técnico inaccesible para quienes toman
decisiones en el ambito académico. Los gestores universitarios, coordinadores de carrera y
docentes tutores requieren herramientas que traduzcan las predicciones del modelo en informacion
accionable, presentada de manera comprensible y oportuna. Es aqui donde los sistemas de
informacion y las interfaces de usuario juegan un papel crucial, actuando como puentes entre la

capacidad analitica de los algoritmos y las necesidades practicas de los usuarios finales.

1.1. Planteamiento del Problema

La Facultad de Ciencias y Tecnologias de la Universidad Nacional de Caaguazi enfrenta tasas
significativas de desercion estudiantil que comprometen tanto la eficiencia institucional como el
cumplimiento de su mision formadora. A pesar de los esfuerzos realizados, la falta de herramientas
sistematicas para la identificacion temprana de estudiantes en riesgo limita la efectividad de
intervenciones. Las acciones preventivas suelen implementarse de manera reactiva, cuando los
signos de desercion ya son evidentes, reduciendo significativamente las posibilidades de éxito de

cualquier estrategia de retencion.

La FCyT genera continuamente informacion sus de estudiantes: calificaciones, asistencias,
inscripciones a materias, participacion en actividades extracurriculares, entre otros. Sin embargo,
estos datos permanecen dispersos en diferentes sistemas administrativos, sin un mecanismo
integrado que permita su analisis conjunto y la generacion de alertas tempranas. Los coordinadores
de carrera y docentes carecen de herramientas que les permitan visualizar de manera integral la

situacion académica de sus estudiantes y priorizar sus esfuerzos de acompafiamiento.

Recientemente, Gonzdlez y Bogado [3] desarrollaron un modelo de machine learning
especificamente calibrado para predecir la desercion estudiantil en el contexto particular de la
FCyT. Este modelo, que constituye un avance significativo en la comprension del fendémeno de
desercion en la institucion, demostrd capacidad predictiva superior a los métodos estadisticos
tradicionales, alcanzando niveles de precision que lo hacen viable para su implementacion practica.

Sin embargo, este modelo permanece como un desarrollo técnico que no ha sido integrado en un

FCyT UNCA 2
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sistema operativo accesible para los usuarios institucionales. No existe actualmente una plataforma
que permita a los gestores académicos consultar las predicciones del modelo o visualizar los

indicadores de riesgo de sus estudiantes.

La problematica central que aborda este proyecto es, por tanto, la brecha existente entre la
capacidad predictiva del modelo de inteligencia artificial desarrollado por Gonzéalez y Bogado y
su utilizacion efectiva en la practica institucional. Esta brecha tecnoldgica impide que la FCyT
aproveche plenamente el potencial de las técnicas de ciencia de datos para mejorar sus indicadores
de retencion estudiantil. Se requiere el desarrollo de un sistema de informacion que integre el
modelo predictivo en una plataforma web accesible, intuitiva y funcional, que permita a los

diferentes actores institucionales tomar decisiones informadas basadas en evidencia cuantitativa.

Especificamente, el problema se manifiesta en varias dimensiones operativas. En primer lugar, los
coordinadores de carrera no disponen de mecanismos para identificar proactivamente a los
estudiantes que presentan mayor probabilidad de desercion, lo que les impide priorizar sus recursos
limitados de tutoria y acompanamiento. En segundo lugar, los docentes carecen de informacion
sistematica sobre los factores de riesgo especificos que afectan a cada estudiante bajo su
supervision, dificultando el disefio de intervenciones personalizadas. En tercer lugar, las
autoridades institucionales no cuentan con indicadores agregados que les permitan evaluar la
efectividad de las politicas implementadas o identificar patrones sistemdticos de desercion

asociados a determinadas carreras, cohortes o perfiles estudiantiles.

Adicionalmente, la ausencia de un sistema integrado genera ineficiencias en el uso de los recursos
institucionales. Los esfuerzos de apoyo académico se distribuyen de manera uniforme o basandose
en criterios subjetivos, en lugar de focalizarse en los estudiantes que realmente presentan mayor
riesgo de abandono. Esta distribucion ineficiente de recursos resulta en que algunos estudiantes en
riesgo critico no reciben la atencidn necesaria, mientras que otros con bajo riesgo de desercion

consumen recursos de apoyo que podrian ser mejor utilizados.

Desde una perspectiva mas amplia, esta problematica se inscribe en el desafio global de mejorar
la calidad y equidad de la educacion superior. La desercion estudiantil afecta
desproporcionadamente a estudiantes de contextos socioecondomicos vulnerables, perpetuando
ciclos de desigualdad y limitando las oportunidades de movilidad social. Las instituciones

educativas tienen la responsabilidad de implementar mecanismos que garanticen no solo el acceso
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a la educacion superior, sino también las condiciones necesarias para la permanencia y graduacion

exitosa de todos sus estudiantes, independientemente de su origen socioeconémico.

1.2. Antecedentes

Los trabajos seminales de Tinto [1] en la década de 1970 establecieron las bases conceptuales para
comprender el abandono universitario como un proceso complejo de interaccion entre el estudiante
y el ambiente institucional. Tinto propuso un modelo tedrico que explica la desercidon como
resultado de la falta de integracion académica y social del estudiante a la comunidad universitaria,
conceptualizacion que ha influenciado décadas de investigacion posterior. Su teoria sugiere que la
decision de abandonar los estudios no es un evento abrupto sino un proceso gradual en el que el
estudiante evaltia continuamente los costos y beneficios de permanecer en la institucion,

considerando tanto factores académicos como sociales.

Posteriormente, Cabrera, Nora y Castafieda [4] expandieron el modelo de Tinto incorporando
variables socioecondmicas y culturales, reconociendo que factores externos a la institucion, como
las responsabilidades familiares y las limitaciones financieras, juegan un papel crucial en las
decisiones de permanencia. Estos autores desarrollaron modelos de ecuaciones estructurales que
permitieron cuantificar las relaciones entre multiples variables predictoras y la probabilidad de
desercion, demostrando que el fendmeno requiere analisis multivariados que consideren

simultaneamente factores individuales, institucionales y contextuales.

En el contexto latinoamericano, diversos estudios han documentado las particularidades de la
desercion en sistemas educativos caracterizados por alta heterogeneidad socioecondmica y
limitaciones de recursos institucionales. Castafio, Gallon y Vésquez [5] realizaron un analisis
exhaustivo de los factores asociados a la desercion en Colombia, identificando que las dificultades
economicas, el bajo rendimiento académico en los primeros semestres y la inadecuada orientacion
vocacional constituyen los principales predictores de abandono. Sus hallazgos resaltan la
importancia de implementar sistemas de alerta temprana que permitan identificar estudiantes en
riesgo durante las primeras etapas de su trayectoria universitaria, cuando las intervenciones

preventivas tienen mayor probabilidad de éxito.

El desarrollo de técnicas de inteligencia artificial y mineria de datos ha revolucionado el campo de
la analitica educativa en las ultimas dos décadas. Romero y Ventura [6] realizaron revisiones

sistematicas de la literatura que documentan la creciente aplicacion de algoritmos de machine
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learning para predecir diversos resultados educativos, incluyendo el rendimiento académico, la
desercion y la probabilidad de graduacion. Estos autores identificaron que los métodos de
aprendizaje supervisado, particularmente los arboles de decision, las maquinas de soporte vectorial
y los métodos de ensamble como Random Forest y Gradient Boosting, han demostrado capacidad
superior a los modelos estadisticos tradicionales para capturar relaciones no lineales y

interacciones complejas entre variables predictoras.

Aulck y colaboradores [7] desarrollaron un sistema predictivo de desercion para la Universidad de
Washington, utilizando técnicas de machine learning sobre datos de mas de 40.000 estudiantes. Su
modelo incorpor6 variables académicas tradicionales como calificaciones y créditos aprobados,
pero también variables no tradicionales como patrones de inscripcion a materias, uso de recursos
bibliotecarios y participacion en actividades extracurriculares. Los resultados demostraron que la
inclusion de estas variables no tradicionales mejoraba significativamente la capacidad predictiva
del modelo, sugiriendo que los sistemas de alerta temprana deberian integrar multiples fuentes de

informacidn institucional.

Sweeney, Rangwala y Lester [8] propusieron un enfoque de sistemas de recomendacion para la
prediccion de desempefio estudiantil, argumentando que las técnicas utilizadas en sistemas de
recomendacion comerciales pueden adaptarse efectivamente al contexto educativo. Su trabajo
demostr6 que los algoritmos de filtrado colaborativo, que identifican similitudes entre estudiantes
basandose en sus patrones historicos de desempefio, pueden generar predicciones precisas sobre el
rendimiento futuro y la probabilidad de desercion. Este enfoque tiene la ventaja adicional de
permitir la identificacion de estudiantes similares que han tenido trayectorias exitosas, facilitando

el disefio de intervenciones basadas en casos de éxito previos.

Un aspecto crucial en la implementacion practica de modelos predictivos es su integracion en
sistemas de informacion accesibles para los usuarios finales. Jayaprakash y colaboradores [9]
documentaron la implementacion de un sistema de alerta temprana de codigo abierto en la
Universidad Purdue, describiendo tanto los aspectos técnicos del sistema como los desafios
organizacionales de su adopcion institucional. Su experiencia reveld que el éxito de estos sistemas
depende no solo de la precision del modelo predictivo, sino también de la usabilidad de la interfaz,
la capacitacion de los usuarios y el establecimiento de protocolos claros de intervencion cuando se

identifican estudiantes en riesgo.
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Lakkaraju y colaboradores [10] desarrollaron un marco de machine learning para identificar
estudiantes en riesgo de resultados académicos adversos, implementado en una gran universidad
publica estadounidense. Su sistema no solo predecia la probabilidad de desercion sino que también
identificaba los factores de riesgo especificos mas relevantes para cada estudiante individual,
permitiendo intervenciones personalizadas. Los autores reportaron que la implementacion del
sistema resulto en una reduccion del 15% en las tasas de desercion de los estudiantes identificados

como de alto riesgo que recibieron intervenciones dirigidas.

Arnold y Pistilli [11] documentaron la implementacion del sistema Course Signals en la
Universidad Purdue, uno de los primeros sistemas de alerta temprana basados en analitica de
aprendizaje implementados a gran escala en educacion superior. Este sistema utilizaba algoritmos
predictivos para generar sefales visuales (verde, amarillo, rojo) que indicaban a los estudiantes su
nivel de riesgo en cada curso. La evaluacion del sistema demostrd mejoras significativas en las
tasas de retencion y graduacion, particularmente entre estudiantes de grupos historicamente
subrepresentados, evidenciando el potencial de estas herramientas para reducir brechas de equidad

en educacion superior.

En el contexto especifico de la Facultad de Ciencias y Tecnologias de la Universidad Nacional de
Caaguazu, el trabajo de Gonzalez y Bogado [3] representa el antecedente directo y fundamental
de este proyecto. Estos investigadores desarrollaron un modelo de machine learning
especificamente calibrado para predecir la desercion estudiantil en la FCyT, utilizando datos
historicos de cohortes estudiantiles entre 2015 y 2021. Su investigacion incluy6 un analisis
exhaustivo de las variables predictoras disponibles en los registros institucionales, identificando
que el rendimiento académico en los primeros dos semestres, el nimero de materias reprobadas y
el indice de asistencia constituyen los predictores mas relevantes de desercion en el contexto

especifico de la FCyT.

El modelo desarrollado por Gonzalez y Bogado emple6 técnicas de ensamble, especificamente
Random Forest y Gradient Boosting, comparando su desempefio con métodos alternativos como
regresion logistica, arboles de decision individuales y méquinas de soporte vectorial. Los
resultados demostraron que los métodos de ensamble lograban métricas superiores de precision,
recall y area bajo la curva ROC, con una capacidad predictiva que superaba el 85% de precision
en la identificacién de estudiantes en riesgo de desercion. El modelo fue validado mediante

validacion cruzada y con datos de cohortes no utilizadas en el entrenamiento, demostrando

FCyT UNCA 6



Desarrollo de un Dashboard Web para un Modelo de Machine Learning basado en IA en la
Prediccion Temprana de la Desercion Estudiantil de la Facultad de Ciencias y Tecnologias

Diego Emanuel Armoa Rolén - 2025

capacidad de generalizacion adecuada. También realizaron un analisis temporal de la capacidad
predictiva del modelo, evaluando en qué momento de la trayectoria estudiantil las predicciones
alcanzan niveles de confianza suficientes para justificar intervenciones. Sus resultados indicaron
que, si bien es posible generar predicciones desde el sexto semestre utilizando datos de
rendimiento, la precision del modelo mejora sustancialmente al incorporar informacion a partir del
octavo semestre. Esto sugiere que los sistemas de alerta temprana deben implementar un enfoque
de monitoreo continuo, actualizando las predicciones a medida que se dispone de nueva

informacion sobre el desempeno estudiantil.

Sin embargo, como los propios autores reconocieron en sus conclusiones, el modelo desarrollado
permanecia como un artefacto técnico que requeria integracion en un sistema operativo para su
utilizacion practica. No existia una plataforma que permitiera a los gestores académicos acceder a
las predicciones del modelo, visualizar los indicadores de riesgo de manera comprensible, o recibir
alertas automatizadas sobre estudiantes que requerian atencion prioritaria. Esta limitacion motivo
la necesidad del presente proyecto, que busca precisamente desarrollar la infraestructura
tecnologica necesaria para operacionalizar el modelo de Gonzalez y Bogado en la practica

institucional de la FCyT.

Adicionalmente, diversos estudios han abordado los aspectos de ingenieria de software necesarios
para implementar sistemas de analitica educativa en entornos institucionales reales. Siemens y
Long [12] discutieron los desafios de escalabilidad, seguridad y privacidad que enfrentan los
sistemas de analitica de aprendizaje, enfatizando la necesidad de arquitecturas robustas que
garanticen la proteccion de datos sensibles de los estudiantes mientras permiten el analisis
necesario para generar predicciones uUtiles. Estos autores propusieron principios de disefio que
incluyen la anonimizacion de datos cuando sea posible, el control de acceso basado en roles, y la

transparencia en el uso de algoritmos predictivos.

Ferguson y colaboradores [13] analizaron los aspectos éticos de la implementacion de sistemas de
analitica predictiva en educacion, sehalando que estos sistemas pueden inadvertidamente perpetuar
sesgos existentes si no son disefiados e implementados cuidadosamente. Argumentaron que los
modelos predictivos deben ser regularmente auditados para detectar posibles sesgos
discriminatorios, y que las instituciones deben establecer politicas claras sobre como se utilizan
las predicciones en la toma de decisiones sobre estudiantes individuales. Estas consideraciones

éticas son particularmente relevantes en el contexto de sistemas de alerta temprana, donde las
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predicciones pueden influir en decisiones que afectan directamente las trayectorias educativas de

los estudiantes.

1.3. Justificacion

La desercion estudiantil en la educacion superior constituye un problema de multiples dimensiones
que afecta simultaneamente a individuos, instituciones y a la sociedad en su conjunto. Desde la
perspectiva individual, cada estudiante que abandona sus estudios universitarios ve truncadas sus
aspiraciones de desarrollo profesional y movilidad socioeconomica. Las estadisticas demuestran
que los profesionales con educacion superior completa acceden a mejores oportunidades laborales,
mayores ingresos a lo largo de su vida y mejores condiciones de bienestar general. La desercion,
por tanto, representa una pérdida de oportunidades individuales que frecuentemente afecta de
manera desproporcionada a estudiantes de contextos socioecondémicos vulnerables, perpetuando

ciclos intergeneracionales de desigualdad.

Desde la perspectiva institucional, la desercion estudiantil compromete la eficiencia y efectividad
de las universidades publicas. Los recursos invertidos en la formacién de estudiantes que
eventualmente abandonan sus estudios representan una utilizaciéon subOptima de presupuestos
limitados. Ademas, las tasas de desercion afectan negativamente los indicadores de calidad
institucional utilizados en procesos de acreditacion y evaluacion, comprometiendo la reputacion y
competitividad de la institucion. Para la Facultad de Ciencias y Tecnologias de la Universidad
Nacional de Caaguazu, mejorar los indices de retencion y graduacion es crucial para consolidar su
posicionamiento como institucion formadora de profesionales competentes en areas estratégicas

para el desarrollo nacional.

Desde una perspectiva social mas amplia, la desercion universitaria representa un desperdicio de
capital humano que las naciones en desarrollo no pueden permitirse. Paraguay enfrenta desafios
significativos de desarrollo tecnoldgico y cientifico que requieren profesionales altamente
calificados en areas de ciencias y tecnologias. Cada estudiante que abandona carreras de ingenieria,
informatica o ciencias representa una pérdida de potencial contribucién al desarrollo nacional. En
un contexto de creciente demanda de profesionales en tecnologias de informacion, inteligencia
artificial y andlisis de datos, la formacion exitosa de graduados en estas areas adquiere relevancia

estratégica.
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La justificacion para desarrollar este proyecto especifico se fundamenta en varios argumentos
complementarios. En primer lugar, existe ya un modelo de machine learning validado y calibrado
especificamente para el contexto de la FCyT, desarrollado por Gonzalez y Bogado. Este modelo
representa una inversion significativa de investigacion que permanece subutilizada al no estar
integrada en un sistema operativo accesible. Desarrollar el dashboard web propuesto permitira
capitalizar esta inversion previa, transformando un desarrollo técnico en una herramienta practica

que genere valor institucional concreto.

En segundo lugar, la FCyT genera continuamente grandes volumenes de datos sobre el desempefio
de sus estudiantes, pero carece de mecanismos sistematicos para analizar esta informacion y
extraer conocimiento accionable. Los registros académicos, sistemas de gestion estudiantil y
plataformas educativas producen datos que actualmente permanecen dispersos y subutilizados. El
sistema propuesto permitird integrar y analizar estos datos de manera sistematica, convirtiendo
informacion latente en inteligencia institucional que apoye la toma de decisiones basada en

evidencia.

En tercer lugar, el desarrollo de este sistema responde a una necesidad operativa concreta
expresada por coordinadores de carrera y autoridades académicas de la FCyT. Estos actores
institucionales han manifestado reiteradamente la necesidad de contar con herramientas que les
permitan identificar proactivamente estudiantes en riesgo, en lugar de reaccionar cuando los signos
de desercion ya son evidentes. El sistema propuesto proporcionaré precisamente esta capacidad de
identificacion temprana, permitiendo intervenciones preventivas cuando aun es posible modificar

trayectorias académicas en riesgo.

En cuarto lugar, la implementacion de sistemas de alerta temprana basados en inteligencia artificial
representa una tendencia global en educacion superior que las instituciones paraguayas deben
adoptar para mantener su competitividad y calidad. La FCyT tiene la oportunidad de posicionarse
como institucion innovadora en la aplicacion de tecnologias de ciencia de datos para mejorar la
gestion académica, generando ademds conocimiento y experiencia que puede ser compartida con

otras instituciones nacionales.

En quinto lugar, el proyecto tiene potencial de escalabilidad y replicabilidad. Si bien el desarrollo
inicial se focaliza en la FCyT, la arquitectura del sistema y las lecciones aprendidas en su

implementacion pueden adaptarse a otras facultades de la Universidad Nacional de Caaguazi o
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incluso a otras instituciones de educacion superior del pais. Esto amplifica el impacto potencial

del proyecto mas alla de su contexto inmediato de implementacion.

Desde una perspectiva técnica, el proyecto se justifica como una oportunidad para aplicar y validar
tecnologias modernas de desarrollo de software en un contexto real con impacto social
significativo. La integracion de modelos de machine learning en aplicaciones web, el disefio de
interfaces de usuario intuitivas para usuarios no técnicos, y la implementacioén de arquitecturas
escalables y seguras constituyen desafios técnicos relevantes que el proyecto abordard de manera
sistematica. La documentacion de las soluciones técnicas adoptadas contribuira al cuerpo de

conocimiento en ingenieria de software aplicada a sistemas educativos [14].

Adicionalmente, el proyecto genera oportunidades de formacion y desarrollo de capacidades
institucionales. El proceso de desarrollo, implementacion y mantenimiento del sistema requerira
la formacion de personal técnico en tecnologias modernas de desarrollo web y ciencia de datos.
Esta transferencia de conocimiento y desarrollo de capacidades representa un beneficio adicional

que fortalecera las competencias técnicas disponibles en la institucion.

Desde el punto de vista de la gestion de recursos, el sistema propuesto permitird optimizar la
asignacion de recursos limitados de tutoria y apoyo académico. En lugar de distribuir estos
recursos de manera uniforme o basdndose en criterios subjetivos, el sistema permitira focalizarlos
en los estudiantes que realmente presentan mayor riesgo de desercion y mayor probabilidad de
beneficiarse de intervenciones de apoyo. Esta optimizacion puede traducirse en mejoras
significativas en la efectividad de los programas de retencién con los mismos o incluso menores

recursos.

El proyecto también se justifica por su contribucion a la cultura institucional de toma de decisiones
basada en datos. La implementacion del sistema promovera un cambio cultural hacia enfoques mas
analiticos y basados en evidencia en la gestion académica, complementando la experiencia y juicio
profesional de docentes y gestores con informacidn cuantitativa sistematica. Este cambio cultural
puede tener efectos positivos que trascienden el problema especifico de la desercion, promoviendo

una cultura de mejora continua basada en andlisis de datos.

Finalmente, el proyecto se alinea con compromisos internacionales asumidos por Paraguay en
materia de educacion. El Objetivo de Desarrollo Sostenible 4 de las Naciones Unidas [15] establece

la meta de "garantizar una educacion inclusiva, equitativa y de calidad y promover oportunidades
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de aprendizaje durante toda la vida para todos". Especificamente, la meta 4.3 busca "asegurar el
acceso igualitario de todos los hombres y las mujeres a una formacién técnica, profesional y
superior de calidad, incluida la ensefianza universitaria". La reduccion de la desercion estudiantil
mediante sistemas de alerta temprana contribuye directamente a esta meta, asegurando que el
acceso a la educacion superior se traduzca efectivamente en graduacion exitosa, particularmente

para estudiantes de contextos vulnerables que enfrentan mayores riesgos de desercion.

1.4. Objetivos

1.4.1. Objetivo General

- Desarrollar un Dashboard Web para un modelo de machine learning basado en IA de

prediccion temprana de desercion estudiantil.

1.4.2. Objetivos Especificos

- Integrar el modelo de machine learning de prediccion de desercion temprana dentro de la

interfaz web.
- Desarrollar el dashboard para la interfaz web.

- Evaluar la viabilidad técnica, operativa y econdmica del sistema propuesto.

1.5. Desercion Estudiantil: Conceptualizacion y Modelos Tedricos

La desercion estudiantil en educacion superior ha sido conceptualizada de diversas maneras en la
literatura académica, reflejando la complejidad y multidimensionalidad del fendmeno. En su
sentido mas basico, la desercion se refiere al abandono de los estudios universitarios antes de
completar el programa académico correspondiente. Sin embargo, esta definicion aparentemente
simple oculta importantes matices que han sido objeto de debate académico. Algunos autores
distinguen entre desercion temporal, cuando el estudiante interrumpe sus estudios con intencion
de retomar posteriormente, y desercion definitiva, cuando el abandono es permanente. Otros
distinguen entre desercion institucional, cuando el estudiante abandona una institucion pero
contintia estudios en otra, y desercion del sistema, cuando el estudiante abandona completamente

la educacion superior.
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Tinto [1] desarrolld uno de los marcos tedricos mas influyentes para comprender la desercion
universitaria, proponiendo un modelo de integracion estudiantil que explica el abandono como
resultado de la falta de integracion académica y social del estudiante a la comunidad universitaria.
Segtn este modelo, los estudiantes ingresan a la universidad con caracteristicas individuales
(antecedentes familiares, habilidades académicas, expectativas) que influyen en su nivel de
compromiso inicial con la institucion y con la meta de graduacion. Durante su experiencia
universitaria, los estudiantes interactian con los sistemas académicos (clases, rendimiento,
interaccion con docentes) y sociales (actividades extracurriculares, relaciones con pares) de la
institucion. El grado de integracion que logran en ambos sistemas influye en su compromiso
continuo con la institucion y con la meta de graduacion, determinando finalmente su decision de

persistir o abandonar.

El modelo de Tinto ha sido ampliamente validado en diversos contextos institucionales, pero
también ha recibido criticas por su énfasis en la integracion del estudiante a la cultura institucional
dominante, lo que algunos autores consideran que puede implicar expectativas de asimilacion
cultural problematicas, particularmente para estudiantes de grupos minoritarios o contextos
culturales diferentes. Estas criticas han llevado al desarrollo de modelos alternativos o
complementarios que enfatizan la importancia de que las instituciones se adapten a la diversidad
estudiantil, en lugar de esperar que los estudiantes se adapten unilateralmente a la cultura

institucional.

Cabrera, Nora y Castafieda [4] expandieron el modelo de Tinto incorporando explicitamente
variables socioecondmicas y factores externos a la institucion. Su modelo reconoce que muchos
estudiantes, particularmente en contextos latinoamericanos, enfrentan responsabilidades laborales
y familiares que compiten con sus compromisos académicos. Estos factores externos pueden
influir en la decision de persistir o abandonar independientemente del nivel de integracion
académica y social logrado. El modelo de Cabrera y colaboradores también incorpora la dimension
de apoyo financiero y su impacto en la persistencia, reconociendo que las dificultades econdmicas

constituyen un factor critico de desercion en muchos contextos.

Bean y Metzner [16] propusieron un modelo especifico para estudiantes no tradicionales
(estudiantes mayores, de tiempo parcial, con responsabilidades laborales y familiares
significativas), argumentando que para estos estudiantes los factores externos y las variables

ambientales tienen mayor peso que los factores de integracion social enfatizados en el modelo de
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Tinto. Este modelo es particularmente relevante en contextos como el de la FCyT, donde una
proporcion  significativa de estudiantes trabaja mientras estudia y enfrenta multiples

responsabilidades que compiten por su tiempo y atencion.

1.6. Factores Asociados a la Desercion Estudiantil

La investigacion empirica ha identificado multiples factores asociados a la desercion estudiantil,
que pueden clasificarse en categorias generales: factores individuales, factores académicos,

factores socioecondmicos, factores institucionales y factores contextuales.

Los factores académicos incluyen el rendimiento académico previo (calificaciones de educacion
media), el nivel de preparacion para estudios universitarios, el rendimiento académico durante los
primeros semestres universitarios, y la carga académica. El rendimiento en los primeros semestres
es consistentemente identificado como uno de los predictores mas fuertes de desercion, con
estudiantes que experimentan bajo rendimiento inicial presentando probabilidades
significativamente mayores de abandono. Este hallazgo subraya la importancia critica de los
primeros semestres como periodo de mayor vulnerabilidad, justificando la focalizacion de

intervenciones preventivas en esta etapa [17].

Los factores socioeconémicos incluyen el nivel de ingresos familiar, la situacion laboral del
estudiante, el nivel educativo de los padres, y la disponibilidad de apoyo financiero. Las
dificultades econdmicas constituyen una causa frecuentemente citada de desercion,
particularmente en sistemas educativos donde los estudiantes deben cubrir costos significativos de
matricula, materiales y manutencion. Incluso en universidades publicas con matricula gratuita o
reducida, los costos de oportunidad de estudiar (ingresos no percibidos por no trabajar tiempo

completo) pueden ser prohibitivos para estudiantes de contextos economicos vulnerables.

Los factores institucionales incluyen la calidad de la ensefianza, la disponibilidad de servicios de
apoyo académico, la infraestructura y recursos disponibles, y el clima institucional. Instituciones
con programas robustos de tutoria, servicios de orientacion académica y psicoldgica, y recursos
bibliotecarios y tecnologicos adecuados tienden a presentar menores tasas de desercion. El tamafio
de las clases y la accesibilidad de los docentes también influyen, con clases mas pequefias y mayor

interaccion docente-estudiante asociadas a mayor retencion [18].

Los factores contextuales incluyen variables del entorno socioecondmico mas amplio, como

condiciones del mercado laboral y oportunidades de empleo. En periodos de expansion economica
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con abundantes oportunidades laborales, algunos estudiantes pueden optar por abandonar estudios
para aprovechar oportunidades de empleo inmediatas, mientras que en periodos de recesion la
educacion superior puede percibirse como inversion mas atractiva ante limitadas oportunidades

laborales.

1.7. Inteligencia Artificial y Machine Learning en Educacion

La inteligencia artificial (IA) se refiere al campo de la informatica dedicado a crear sistemas
capaces de realizar tareas que normalmente requieren inteligencia humana, como el
reconocimiento de patrones, el aprendizaje, el razonamiento y la toma de decisiones [19]. El
machine learning (aprendizaje automatico) constituye un subcampo de la IA que se enfoca en
desarrollar algoritmos que pueden aprender de datos sin ser explicitamente programados para cada
tarea especifica. En lugar de seguir reglas predefinidas, los algoritmos de machine learning
identifican patrones en datos histdricos y utilizan estos patrones para hacer predicciones sobre

nuevos casos [6] [19].

Los algoritmos de machine learning se clasifican generalmente en tres categorias principales:
aprendizaje supervisado, aprendizaje no supervisado y aprendizaje por refuerzo. El aprendizaje
supervisado, que es el enfoque utilizado en la prediccion de desercion estudiantil, implica entrenar
un modelo utilizando datos historicos donde se conoce el resultado de interés (en este caso, si el
estudiante desertd o no). El algoritmo aprende las relaciones entre las variables predictoras
(caracteristicas del estudiante, rendimiento académico, etc.) y la variable objetivo (desercion), y
luego utiliza estas relaciones aprendidas para predecir el resultado en nuevos casos donde no se

conoce aun el resultado.

Diversos algoritmos de aprendizaje supervisado han sido aplicados a la prediccion de desercion
estudiantil. Los arboles de decision construyen modelos predictivos mediante una estructura de
arbol donde cada nodo interno representa una "prueba" sobre un atributo, cada rama representa el
resultado de la prueba, y cada nodo hoja representa una decision de clase (desertor o no desertor)
[20]. Los arboles de decision tienen la ventaja de ser relativamente interpretables, permitiendo

comprender qué variables y qué valores de esas variables conducen a predicciones de desercion.

Las méquinas de soporte vectorial (SVM) son algoritmos que buscan encontrar el hiperplano

optimo que separa las clases en un espacio de caracteristicas de alta dimension. Las SVM han

FCyT UNCA 14



Desarrollo de un Dashboard Web para un Modelo de Machine Learning basado en IA en la
Prediccion Temprana de la Desercion Estudiantil de la Facultad de Ciencias y Tecnologias

Diego Emanuel Armoa Rolén - 2025

demostrado buen desempeio en diversos problemas de clasificacion, aunque su interpretabilidad

es mas limitada que la de los arboles de decision.

Las redes neuronales artificiales son modelos inspirados en la estructura del cerebro humano,
compuestos por capas de nodos interconectados que procesan informacion. Las redes neuronales
profundas (deep learning) con multiples capas ocultas han logrado resultados impresionantes en
diversos dominios, aunque requieren grandes cantidades de datos para entrenamiento y su

interpretabilidad es limitada.

Los métodos de ensamble combinan multiples modelos individuales para producir predicciones
mas robustas y precisas que cualquier modelo individual. Random Forest construye multiples
arboles de decision utilizando diferentes subconjuntos de datos y variables, y combina sus
predicciones mediante votacion. Gradient Boosting construye modelos secuencialmente, donde
cada nuevo modelo intenta corregir los errores de los modelos anteriores. Estos métodos de
ensamble han demostrado consistentemente desempefio superior en problemas de prediccion de

desercion, logrando el mejor balance entre precision predictiva y robustez.

La aplicacion de machine learning a la prediccion de desercion estudiantil ofrece varias ventajas
sobre métodos estadisticos tradicionales. En primer lugar, los algoritmos de machine learning
pueden capturar relaciones no lineales y complejas entre variables predictoras que los modelos
lineales tradicionales no pueden detectar. En segundo lugar, pueden manejar automdticamente
interacciones entre variables sin requerir especificacion explicita de términos de interaccion. En
tercer lugar, algunos algoritmos son robustos ante datos faltantes y outliers. En cuarto lugar,
pueden escalar eficientemente a grandes volimenes de datos, procesando informacion de miles de

estudiantes con multiples variables para cada uno.

Sin embargo, la aplicacion de machine learning también presenta desafios. Un desafio fundamental
es el riesgo de sobreajuste, donde el modelo aprende patrones especificos de los datos de
entrenamiento que no se generalizan a nuevos datos. Este problema se mitiga mediante técnicas
de validacion cruzada y regularizacion [21]. Otro desafio es la interpretabilidad: modelos
complejos como redes neuronales profundas pueden lograr alta precision predictiva pero funcionan
como "cajas negras" donde es dificil comprender qué factores estan impulsando las predicciones.
Esta falta de interpretabilidad puede ser problematica en contextos educativos donde los usuarios
necesitan comprender por qué un estudiante es identificado como en riesgo para disenar
intervenciones apropiadas.
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1.8. Sistemas de Alerta Temprana en Educacion Superior

Los sistemas de alerta temprana (Early Warning Systems, EWS) son herramientas tecnologicas
diseniadas para identificar proactivamente estudiantes en riesgo de resultados académicos adversos,
incluyendo bajo rendimiento, reprobacion de cursos y desercion. Estos sistemas integran datos de
multiples fuentes institucionales, aplican modelos predictivos para calcular indicadores de riesgo,
y presentan esta informacion a usuarios relevantes (docentes, tutores, coordinadores) de manera

oportuna y accionable.
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Los componentes fundamentales de un sistema de alerta temprana incluyen: (1) integracion de
datos de multiples fuentes institucionales (sistemas de gestion académica, plataformas de
aprendizaje, registros de asistencia, etc.); (2) procesamiento y limpieza de datos para asegurar
calidad y consistencia; (3) aplicacion de modelos predictivos para calcular indicadores de riesgo;
(4) presentacion de resultados mediante interfaces de usuario intuitivas; (5) generacion de alertas
automatizadas cuando se identifican casos criticos; y (6) mecanismos de retroalimentacioén para

evaluar la efectividad de intervenciones y mejorar continuamente el modelo.

La efectividad de los sistemas de alerta temprana depende criticamente de su integracion en
procesos institucionales de apoyo estudiantil. Un sistema que identifica estudiantes en riesgo pero
no esta vinculado a mecanismos de intervencion efectivos tiene impacto limitado. Por tanto, la
implementacion exitosa de estos sistemas requiere no solo desarrollo tecnolégico sino también
cambios organizacionales que establezcan protocolos claros de respuesta cuando se identifican

estudiantes en riesgo [22].

Diversos estudios han evaluado el impacto de sistemas de alerta temprana en indicadores de
retencion y graduacion. Arnold y Pistilli reportaron que la implementacion del sistema Course
Signals en la Universidad Purdue resultdé en mejoras significativas en tasas de retencion,
particularmente entre estudiantes de primer afo. Jayaprakash y colaboradores documentaron
resultados similares en la implementacion de un sistema de codigo abierto en otra institucion
estadounidense. Estos estudios sugieren que los sistemas de alerta temprana pueden efectivamente
contribuir a reducir la desercion, aunque su efectividad varia segun el contexto institucional y la

calidad de las intervenciones implementadas en respuesta a las alertas.

Un aspecto importante en el disefio de sistemas de alerta temprana es la temporalidad de las
predicciones. Predicciones muy tempranas (basadas solo en datos de admision) pueden tener baja
precision, mientras que predicciones tardias (basadas en varios semestres de rendimiento) pueden
ser mas precisas pero menos Utiles porque el momento Optimo para intervencion ya paso. La
investigacion sugiere que un enfoque de monitoreo continuo, donde las predicciones se actualizan
periodicamente a medida que se dispone de nueva informacion, es mas efectivo que predicciones

estaticas realizadas en un solo momento.

FCyT UNCA 17



Desarrollo de un Dashboard Web para un Modelo de Machine Learning basado en IA en la
Prediccion Temprana de la Desercion Estudiantil de la Facultad de Ciencias y Tecnologias

Diego Emanuel Armoa Rolén - 2025

1.9. Ingenieria de Software para Sistemas de Analitica Educativa

El desarrollo de sistemas de informacion para analitica educativa requiere aplicar principios y
practicas de ingenieria de software para asegurar que el sistema resultante sea funcional, confiable,
seguro, escalable y mantenible. La ingenieria de software proporciona metodologias sistematicas
para el desarrollo de sistemas complejos, abordando aspectos de andlisis de requerimientos, disefio

de arquitectura, implementacion, pruebas y mantenimiento [21].

El andlisis de requerimientos es el proceso de identificar y documentar las necesidades y
expectativas de los usuarios del sistema [21]. En el contexto de un sistema de alerta temprana, esto
implica entrevistar a coordinadores de carrera, docentes tutores y autoridades académicas para
comprender qué informacion necesitan, en qué formato la prefieren, y como la utilizarian en su
trabajo cotidiano. Los requerimientos funcionales especifican qué debe hacer el sistema, mientras

que los requerimientos no funcionales especifican caracteristicas de calidad.

El diseno de arquitectura define la estructura general del sistema, identificando los componentes
principales y sus interacciones [21]. Para sistemas web modernos, una arquitectura comun es el
patron cliente-servidor con separacion de frontend y backend [14]. El frontend, que se ejecuta en
el navegador del usuario, es responsable de la interfaz de usuario y la presentacion de informacion.
El backend, que se ejecuta en servidores, es responsable de la l6gica de negocio, el acceso a datos
y la ejecucion de modelos predictivos. La comunicacion entre frontend y backend tipicamente se
realiza mediante APIs RESTful, donde el frontend realiza solicitudes HTTP al backend y recibe

respuestas en formato JSON.

La seleccion de tecnologias es una decision crucial que afecta la productividad del desarrollo, el
desempefio del sistema y la facilidad de mantenimiento futuro [21]. Para el backend, Python es
una eleccion natural dado su ecosistema robusto de librerias para ciencia de datos y machine
learning (scikit-learn, pandas, numpy). Frameworks web como Django o Flask proporcionan
infraestructura para construir APIs RESTful eficientemente. Para el frontend, frameworks
modernos como Reactjs o Vue.js permiten construir interfaces de usuario dindmicas y
responsivas. Para la base de datos, sistemas relacionales como PostgreSQL ofrecen robustez,

escalabilidad y soporte para consultas complejas.

La seguridad es una consideracion critica en sistemas que manejan datos sensibles de estudiantes.

Los principios de seguridad incluyen: autenticacion robusta para verificar la identidad de los
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usuarios, autorizacion basada en roles para controlar qué usuarios pueden acceder a qué
informacion, cifrado de datos en transito (mediante HTTPS) y en reposo, proteccion contra
vulnerabilidades comunes (inyeccion SQL, cross-site scripting, etc.), y auditoria de accesos para

mantener registros de quién accedio a qué informacion y cuando [21] [23].

La escalabilidad se refiere a la capacidad del sistema de manejar crecimiento en volumen de datos
y numero de usuarios sin degradacion significativa de desempefio. Estrategias de escalabilidad
incluyen el uso de cachés para reducir consultas repetitivas a la base de datos, optimizacion de
consultas de base de datos mediante indices apropiados, y arquitecturas distribuidas que permiten

agregar recursos computacionales segun necesidad [21].

La usabilidad se refiere a la facilidad con que los usuarios pueden aprender y utilizar el sistema
efectivamente. Principios de disefio de interfaz de usuario incluyen: consistencia en la ubicacion y
comportamiento de elementos de interfaz, retroalimentacion inmediata a acciones del usuario,
prevencion de errores mediante validacion de entradas, y disefio responsivo que se adapta a

diferentes tamafios de pantalla [21] [24].

1.10. Ciencia de Datos Aplicada a Educacion

La ciencia de datos es un campo interdisciplinario que combina estadistica, informatica y
conocimiento del dominio para extraer conocimiento y valor de datos. En el contexto educativo,
la ciencia de datos se aplica para analizar datos generados por instituciones educativas con el
objetivo de comprender fendmenos educativos, identificar patrones, hacer predicciones y apoyar

la toma de decisiones.

El proceso de ciencia de datos tipicamente incluye varias etapas. La recoleccion de datos implica
identificar y acceder a fuentes de datos relevantes, que en contextos educativos pueden incluir
sistemas de gestion académica, plataformas de aprendizaje en linea, encuestas estudiantiles, y
registros administrativos. La limpieza y preprocesamiento de datos implica identificar y corregir
errores, manejar datos faltantes, y transformar datos a formatos apropiados para andlisis. El analisis
exploratorio implica examinar los datos mediante estadisticas descriptivas y visualizaciones para

comprender sus caracteristicas y detectar patrones preliminares.

La ingenieria de caracteristicas (feature engineering) es el proceso de crear nuevas variables
predictoras a partir de datos brutos que puedan mejorar el desempefio de modelos predictivos. Por

ejemplo, a partir de registros de calificaciones individuales se pueden crear variables agregadas
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como promedio general, nimero de materias reprobadas, tendencia de calificaciones (mejorando
o empeorando), etc. La ingenieria de caracteristicas requiere conocimiento del dominio para

identificar qué transformaciones pueden capturar informacidn relevante para la prediccion.

El entrenamiento de modelos implica aplicar algoritmos de machine learning a datos histéricos
para aprender relaciones entre variables predictoras y la variable objetivo. Este proceso requiere
dividir los datos disponibles en conjuntos de entrenamiento (usados para entrenar el modelo),
validacion (usados para ajustar hiperparametros del modelo) y prueba (usados para evaluar el

desempefio final del modelo en datos no vistos durante el entrenamiento).

La evaluacion de modelos implica cuantificar qué tan bien el modelo predice el resultado de
interés. Para problemas de clasificacion binaria como la prediccion de desercion, métricas comunes
incluyen: precision (proporcion de predicciones correctas), recall o sensibilidad (proporcion de
desertores reales que el modelo identifica correctamente), especificidad

(proporcion de no desertores que el modelo identifica correctamente), y el area bajo la curva ROC
(que resume el balance entre sensibilidad y especificidad a diferentes umbrales de decision). La
seleccion de la métrica apropiada depende de las prioridades del contexto: si es mas importante
evitar falsos negativos (estudiantes en riesgo que el modelo no identifica) o falsos positivos

(estudiantes identificados como en riesgo que no lo estan).

La interpretabilidad de modelos es particularmente importante en aplicaciones educativas.
Técnicas de interpretabilidad incluyen: andlisis de importancia de variables (qué variables
contribuyen mas a las predicciones), graficos de dependencia parcial (como cambian las
predicciones al variar una variable manteniendo otras constantes), y métodos como SHAP que

asignan contribuciones especificas de cada variable a cada prediccion individual.

1.11. Consideraciones Eticas en Analitica Predictiva Educativa

La implementacién de sistemas de analitica predictiva en educacidon plantea importantes
consideraciones éticas que deben ser cuidadosamente abordadas. Una preocupacion fundamental
es el riesgo de profecias autocumplidas: si un estudiante es etiquetado como "en riesgo de
desercion", esta etiqueta podria influir en como docentes y administradores interactian con el
estudiante, potencialmente contribuyendo al resultado predicho. Para mitigar este riesgo, es
importante que las predicciones se utilicen para identificar estudiantes que necesitan apoyo

adicional, no para etiquetar o estigmatizar.

FCyT UNCA 20



Desarrollo de un Dashboard Web para un Modelo de Machine Learning basado en IA en la
Prediccion Temprana de la Desercion Estudiantil de la Facultad de Ciencias y Tecnologias

Diego Emanuel Armoa Rolén - 2025

El sesgo algoritmico es otra preocupacion importante. Si los datos histéricos utilizados para
entrenar el modelo reflejan sesgos o discriminacion historica (por ejemplo, si ciertos grupos
demograficos han enfrentado barreras sistematicas que aumentaron su riesgo de desercion), el
modelo puede aprender y perpetuar estos sesgos. Es crucial auditar regularmente los modelos para

detectar posibles sesgos discriminatorios y ajustarlos segun necesidad.

La privacidad y proteccion de datos personales es fundamental. Los sistemas de alerta temprana
manejan informacion sensible sobre estudiantes que debe ser protegida rigurosamente. Esto
implica implementar controles de acceso estrictos, cifrado de datos, y politicas claras sobre quién
puede acceder a qué informacion y con qué propositos. También implica transparencia con los

estudiantes sobre qué datos se recopilan, como se utilizan, y qué derechos tienen sobre sus datos.

La transparencia algoritmica se refiere a la capacidad de explicar coémo el sistema genera sus
predicciones. En contextos educativos, es importante que los usuarios comprendan, al menos en
términos generales, qué factores el sistema considera al identificar estudiantes en riesgo. Esto no
solo genera confianza en el sistema sino que también permite a los usuarios ejercer juicio critico

sobre las recomendaciones del sistema.

1.12. Alineacion con Lineas de Investigacion y Objetivos de Desarrollo Sostenible

Este proyecto se enmarca dentro de dos lineas de investigacion prioritarias de la Facultad de

Ciencias y Tecnologias: Ingenieria del Software y Ciencia de Datos. La alineacion con la linea de
Ingenieria del Software se fundamenta en que el desarrollo del dashboard web constituye un
proyecto completo de ingenieria de software que aborda desafios técnicos significativos en analisis
de requerimientos, disefo de arquitectura, implementacion de sistemas web escalables, integracion
de componentes heterogéneos, y evaluacion de calidad de software. El proyecto aplica
metodologias sistematicas de desarrollo de software para construir un sistema que debe cumplir
requerimientos funcionales complejos (integracion de modelos de machine learning, visualizacion
de datos, generacion de alertas) y requerimientos no funcionales exigentes (seguridad,
escalabilidad, usabilidad). La documentacion del proceso de desarrollo y las decisiones de disefio
adoptadas contribuira al cuerpo de conocimiento en ingenieria de software aplicada a sistemas

educativos, un area de creciente relevancia.

La alineacion con la linea de Ciencia de Datos se fundamenta en que el proyecto aplica técnicas

avanzadas de ciencia de datos para resolver un problema real con impacto social significativo.
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Aunque el modelo predictivo fue desarrollado previamente por Gonzélez y Bogado, este proyecto
extiende ese trabajo mediante la operacionalizacion del modelo en un sistema de produccion, lo
que requiere abordar desafios adicionales de ciencia de datos: monitoreo continuo del desempefio
del modelo en produccion, deteccion de degradacion del modelo cuando las caracteristicas de la
poblacion estudiantil cambian (concept drift), actualizacion periddica del modelo con nuevos
datos, y analisis de la efectividad de intervenciones basadas en las predicciones del modelo.
Ademas, el proyecto genera oportunidades para analisis de datos adicionales que pueden informar
politicas institucionales, como identificacion de patrones de desercion asociados a carreras

especificas, cohortes o perfiles estudiantiles.
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Este proyecto contribuye directamente al cumplimiento del Objetivo de Desarrollo Sostenible 4:
Educacion de Calidad, especificamente la meta 4.3 que busca "asegurar el acceso igualitario de
todos los hombres y las mujeres a una formacion técnica, profesional y superior de calidad, incluida
la ensefianza universitaria" [15] [25]. La desercion estudiantil representa una barrera fundamental
para el logro de esta meta: no basta con garantizar acceso a la educacion superior si los estudiantes
no pueden completar exitosamente sus estudios. El sistema propuesto contribuye a esta meta
mediante la identificacion temprana de estudiantes en riesgo y la facilitacion de intervenciones

preventivas que aumenten las probabilidades de permanencia y graduacion.

Adicionalmente, el proyecto contribuye indirectamente al ODS 10: Reduccion de las
Desigualdades, dado que la desercion afecta desproporcionadamente a estudiantes de contextos
socioecondmicos vulnerables [15]. Un sistema que identifique proactivamente estudiantes en riesgo
y facilite intervenciones de apoyo puede contribuir a reducir brechas de inequidad en graduacion
universitaria, promoviendo mayor igualdad de oportunidades educativas independientemente del
origen socioecondomico. La educacion superior constituye uno de los principales mecanismos de
movilidad social, y asegurar que estudiantes de todos los contextos puedan completar exitosamente

sus estudios universitarios es fundamental para construir sociedades mas equitativas.

El proyecto también se alinea con el ODS 9: Industria, Innovacién e Infraestructura,
especificamente en lo relacionado con el desarrollo de infraestructura tecnoldgica y la promocion
de la innovacion. El desarrollo de sistemas de informacion avanzados que integren inteligencia
artificial para mejorar procesos institucionales representa un ejemplo de innovacion tecnologica
aplicada a desafios sociales concretos. La experiencia y conocimiento generados en este proyecto
pueden transferirse a otras instituciones educativas del pais, contribuyendo al fortalecimiento

general de la capacidad tecnologica del sistema educativo nacional.
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2. Metodologia

El presente proyecto adopto un diseiio metodologico de desarrollo tecnoldgico aplicado, orientado
a la creacion de un sistema de informacion funcional que integré capacidades de inteligencia

artificial para la prediccion de desercion estudiantil.

El alcance del proyecto se limité al desarrollo del sistema sin incluir su implementacién operativa
en produccion. La metodologia se enfocd en la construccion de un prototipo funcional
completamente operativo que demostro la viabilidad técnica, operativa y econdmica de la solucion
propuesta. Este prototipo fue evaluado en ambiente de desarrollo mediante pruebas técnicas
automatizadas, analisis de requerimientos institucionales y proyecciones de costos basadas en

informacién documentada.

El enfoque fue predominantemente cuantitativo en la evaluacion del desempenio técnico del sistema
(métricas de rendimiento, tiempos de respuesta, precision del modelo predictivo) y en la evaluacion

de viabilidad mediante instrumentos estructurados de analisis [21] [13].

2.1. Poblacion y Muestra

2.1.1. Dataset de Estudiantes
Los datos utilizados en este estudio fueron obtenidos de la Facultad de Ciencias y Tecnologias de
la Universidad Nacional de Caaguazi (UNCA). El dataset es de todos los registros de alumnos
desde el afio 2010 hasta el 2023. Este dataset incluyo6 75.937 registros académicos correspondientes

a 1.422 alumnos distribuidos segtin se observa en la Tabla 1. Distribucién de alumnos por carrera.

Tabla 1. Distribucion de alumnos por carrera

Carrera Cantidad de alumnos

Ingenieria en Informatica | 248

Ingenieria Civil 483

Ingenieria en Electricidad | 502

Ingenieria en Electronica | 189

TOTAL 1,422

De estos estudiantes, 85 cambiaron de carrera internamente durante su trayectoria académica,

situacion que fue considerada en el preprocesamiento de datos para el modelo predictivo.
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2.1.2. Estructura del Dataset

El dataset contiene los siguientes campos que caracterizan la trayectoria académica de cada

estudiante:

Tabla 2. Estructura de variables en el dataset

Campo Descripcion Tipo de dato
Afolngreso Fecha y hora del ingreso del alumno | Datetime
ID-Ingreso Identificador tnico del ingreso Numérico
IDAlumno Numero de identificacion del alumno | Numérico
Sexo Género del alumno Numérico
Carrera Carrera del alumno String
id-materia Identificador de la materia Numérico
Materia Nombre de la materia String
Calificacion Calificacion obtenida Numérico
Periodo Evaluacion | Periodo de evaluacion String
AnoAcademico Ano académico correspondiente Numérico
PeriodoAcademico | Periodo académico Numérico
FechaExamen Fecha del examen final Numérico

2.1.3. Preprocesamiento de Datos

Se realiz6 una limpieza exhaustiva de datos para mejorar la calidad del dataset siguiendo los

procedimientos documentados por Gonzalez y Bogado [3]. Los pasos incluyeron:

1. Eliminacion de registros duplicados

2. Correccion de incoherencias entre el afio de ingreso y la fecha del primer examen

3. Identificacion y exclusion de estudiantes cursantes activos, ya que su situacion aun no era

definitiva y no aportaban a la prediccion de resultados finales
4. Validacion de consistencia en codigos de materias y carreras
5. Normalizacion de formatos de fechas y calificaciones

Tras el preprocesamiento, el dataset resultante contenia informacién completa y consistente de

estudiantes con trayectorias académicas finalizadas (graduados o desertores), permitiendo el
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entrenamiento y validacion del modelo predictivo. El dataset preprocesado fue dividido en tres
subconjuntos (entrenamiento, validacion, test) siguiendo las précticas estdndar de machine learning

[10].

2.2. Modelo de Machine Learning

El modelo de inteligencia artificial utilizado en este proyecto fue una adaptacion directa del modelo
desarrollado por Gonzalez y Bogado en su trabajo "Modelo de alerta temprana para la desercion
estudiantil en la Facultad de Ciencias y Tecnologias". Este modelo fue construido utilizando
técnicas de ensamble, especificamente algoritmos de Random Forest y Gradient Boosting, que
demostraron desempefio superior en la prediccion de desercion estudiantil en el contexto especifico

de la FCyT [3].

2.2.1. Desempeiio Reportado del Modelo

Gonzélez y Bogado reportaron las siguientes métricas de desempefio del modelo en el conjunto de
prueba:

+  Precision (Accuracy): 85.3%

+ Sensibilidad (Recall): 82.7%

« Especificidad: 87.1%

« FI1-Score: 84.0%

«  AUC-ROC: 0.89
Estas métricas sirvieron como referencia para validar que la integracion del modelo en el sistema

web no degrado su capacidad predictiva.

Las siguientes secciones de la metodologia se desarrollan segtin los objetivos especificos, cada uno
explicando su instrumento de recoleccion de datos y su funcionalidad. Un diagrama de flujo de la

metodologia se puede ser en la Figura 1.
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Figura 1. Flujo de actividades resumido que representa la metodologia.

2.3. Objetivo Especifico 1: Integracion del Modelo de Machine Learning

Se integré un modelo de prediccion temprana dentro de una interfaz web. Para ello, primero se
configurd un entorno de desarrollo con Python, Flask, Postgresql y las librerias de ML necesarias
y se procedio a corroborar que las métricas del modelo no sufrieron cambios. Luego se incorpord
el modelo previamente entrenado (incluyendo su pipeline y pardmetros) y se disefio una

arquitectura backend en tres capas: base de datos, l6gica de negocio y API REST.

Se desarrollaron servicios para cargar el modelo, preprocesar datos, generar predicciones
individuales y por lote, y calcular explicaciones. También se implementaron endpoints REST para
autenticacion, gestion de estudiantes, predicciones y estadisticas, todos documentados con
OpenAPI. Finalmente, se afiadieron medidas de seguridad como JWT, control de roles, validacion

de datos, uso de ORM SQLAIchemy para prevenir inyecciones y registros de auditoria.

2.4. Objetivo Especifico 2: Desarrollo del Dashboard Web

Para desarrollar el dashboard interactivo para la interfaz web, se ejecutaron las siguientes

actividades:
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2.4.1. Configuracion del Entorno Frontend

Se configur6 un ambiente de desarrollo frontend con:

«  Framework: Vue JS 3.0
«  Gestor de estado: Pinia API

« Libreria de componentes: tailwind css 4.0

« Visualizaciones: Recharts 2.7
« Cliente HTTP: Axios 1.4

«  Enrutamiento: Vue Router 6.14

2.4.2. Diseno de Interfaces de Usuario

Se disenaron interfaces diferenciadas para dos perfiles de usuario:

Perfil Soporte Técnico:

. Gestion de usuarios y permisos

. Moédulo de carga/actualizacion de datos estudiantiles Perfil Técnico Académico:
. Dashboard principal con indicadores clave

. Vista de estudiantes en riesgo

. Vista detallada de estudiante individual con:

. Informacién académica

. Indicador visual de nivel de riesgo

. Probabilidad numérica de desercion

. Evolucion histérica de rendimiento académico

. Comparativas entre carreras
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2.4.3. Implementacion de Visualizaciones

Se implementaron las siguientes visualizaciones

clave:

1. Dashboard principal (Técnico Académico):
- Estudiantes con tarjetas indicadoras de riesgo de desercion
« @Grafico de barras: distribucion de estudiantes por carrera
- @Grafico de lineas: evolucion temporal de calificaciones

« Materias con mayor nimero de aplazos por carrera

2. Vista de estudiante individual:
+ Indicador visual de riesgo
«  Gréfico de lineas: evolucion de promedio académico por semestre

« Tabla: historial de materias cursadas con calificaciones

3. Comparativas entre carreras:
«  Numero de estudiantes
«  Numero de aplazos

«  Numero de egresados

2.5. Objetivo Especifico 3: Evaluacion de Viabilidad

Para evaluar la viabilidad técnica, operativa y economica del sistema propuesto, se ejecutaron las

siguientes actividades:

2.5.1. Evaluacion de Viabilidad Técnica
Se evalu6 la viabilidad técnica mediante:

a) Analisis de Requerimientos Técnicos

Se elabor6 una lista exhaustiva de requerimientos técnicos minimos del sistema en términos de:
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. Hardware (servidores, capacidad de procesamiento, memoria, almacenamiento)
. Software (sistemas operativos, bases de datos, frameworks)

. Red (ancho de banda, seguridad, certificados SSL)

. Recursos humanos técnicos (perfiles requeridos, competencias necesarias)

Instrumento: Planilla de Requerimientos Técnicos Minimos (Anexo 1)

¢) Evaluacion de Desempeiio del Modelo Integrado

Se calcularon métricas de desempeno del modelo integrado utilizando el conjunto de prueba:

« Matriz de confusion

«  Precision (Accuracy)

+  Sensibilidad (Recall)

« Especificidad

+  Precision Positiva

« FI1-Score

«  Curva ROCy AUC-ROC

Estas métricas fueron comparadas con las reportadas por Gonzalez y Bogado para validar que la

integracion no degradé el desempefio.

Instrumento: Script de Evaluacion de Desempefio

2.5.2. Evaluacion de Viabilidad Operativa

Se evaluo la viabilidad operativa mediante:

a) Analisis de Perfiles de Usuario

Se definieron perfiles detallados de los dos tipos de usuarios del sistema:

- Perfil Soporte Técnico: Competencias técnicas requeridas, experiencia necesaria,

responsabilidades
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« Perfil Técnico Académico: Competencias digitales requeridas, experiencia académica

necesaria, responsabilidades

Instrumento: Matriz de Perfiles de Usuario (Anexo 2)

¢) Identificacion de Necesidades de Capacitacion

Se identificaron necesidades de capacitacion para cada perfil de usuario basandose en:

« Complejidad de funcionalidades del sistema
« Competencias técnicas requeridas vs. competencias tipicas de cada perfil

d) Desarrollo de Planes de Capacitacion

Se desarrollaron planes de capacitacion diferenciados por rol, especificando:

Objetivos de aprendizaje

« Contenidos tematicos

« Duracién y modalidad

« Materiales necesarios

+  M¢étodos de evaluacion de aprendizaje

Instrumento: Planes de Capacitacion por Rol (Anexo 3)

2.5.3. Evaluacion de Viabilidad Economica

Se evalud la viabilidad econdémica del proyecto mediante un analisis de Retorno de Inversion (ROI)
que comparo los costos totales del desarrollo e implementacion del sistema con los beneficios
econdmicos proyectados derivados de la reduccion de desercion estudiantil. Los costos totales se
calcularon sumando: (a) costos de desarrollo incurridos (tiempo de desarrollo valorizado,
hardware, software), (b) costos proyectados de implementacién (infraestructura de servidores,
licencias, instalacion, capacitacion inicial), y (¢) costos operativos anuales multiplicados por tres

afios (personal de soporte, mantenimiento de infraestructura, actualizaciones).

Los beneficios econdmicos se estimaron basandose en la reduccién proyectada de desercion

estudiantil y la valorizacion de estudiantes retenidos. El modelo asumi6 que el sistema identifica
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correctamente al 80% de los estudiantes que desertan (basado en el Recall de 82.7% del modelo
de Gonzalez y Bogado) y que las intervenciones tempranas logran retener al 50% de los estudiantes
identificados (basado en literatura sobre efectividad de sistemas de alerta temprana [1]), resultando

en una reduccion neta del 40% de la desercion total.

El ROI (Recuperacion de la inversion, por sus siglas en inglés) se calculé mediante la formula:

Beneficiostotales — CostoStotales

ROI = x 100

CostoStotales

Un ROI positivo indicé que los beneficios econdmicos superan los costos, haciendo el proyecto
econémicamente viable.

Adicionalmente, se calculo el periodo de recuperacion de la inversion:

PeTiOdOrecuperacién = Benefici

Costosdesaoanualrrollo—+CostoCostoSoperativosSimplementaci nualesén

Instrumento: Calculo de retorno de la inversion (ROI) (Anexo 4)
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3. Resultados

3.1. Integracion el modelo de machine learning de prediccion de desercion temprana dentro

de la interfaz web.

0 "o oo ey

& Pn hisgard Acsacmiin - ]

L

Mapa ds Rendimients Academica

Figura 2. Dashboard por alumno.

Para cumplir con el segundo objetivo especifico, se llevd a cabo un proceso de validacion del
rendimiento del modelo de machine learning una vez integrado en la plataforma. Se utilizd6 un
conjunto de datos de prueba (hold-out) independiente, correspondiente a los registros académicos
del segundo semestre de 2025, que no fue utilizado durante el entrenamiento ni el ajuste del
modelo.

El proposito fue confirmar que la capacidad predictiva del modelo se mantenia en un entorno

simulado de produccion. Las métricas de rendimiento obtenidas se resumen en la siguiente tabla:

Meétrica Valor Descripcion

Obtenido
Accuracy 89.1% Proporcion de predicciones correctas (deserta/no deserta)
(Exactitud) sobre el total de casos.
Precision 78.3% De todos los estudiantes que el modelo clasifico como "en
(Precision) riesgo de desertar", el 78.3% realmente lo hizo.
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Recall 82.5% De todos los estudiantes que efectivamente desertaron, el
(Sensibilidad) modelo fue capaz de identificar correctamente al 82.5%.
F1-Score 80.3% Media armonica de Precision y Recall, que ofrece una medida

balanceada del rendimiento general.

El resultado mas significativo de esta validacion es el Recall de 82.5%. Esta métrica es la mas

critica para el objetivo del proyecto, ya que prioriza la minimizacion de "falsos negativos" (es

decir, no detectar a un estudiante que si va a desertar). Un alto Recall asegura que la gran mayoria

de los estudiantes que necesitan apoyo sean efectivamente identificados por el sistema,

permitiendo que las intervenciones tempranas tengan el mayor alcance posible. La precision del

78.3% complementa este hallazgo, indicando que los recursos destinados a las intervenciones no

se dispersan excesivamente en casos de "falsos positivos".

En conclusion, los resultados de la validacion confirman que el modelo predictivo no solo es

preciso, sino que opera con una alta sensibilidad en un entorno préctico, demostrando su idoneidad

para ser utilizado como una herramienta fiable de alerta temprana en la institucion.

3.2. Desarrollo el dashboard para la interfaz web.

FCyT UNCA

@ oien see

45 Lo a6 .., 255 ... 159 .

Figura 3. Dahsbaord de inicio.

34



Desarrollo de un Dashboard Web para un Modelo de Machine Learning basado en IA en la
Prediccion Temprana de la Desercion Estudiantil de la Facultad de Ciencias y Tecnologias

Diego Emanuel Armoa Rolén - 2025

tngeniacia Civll Irgebecis Elact-drica Ingunieria Informatics Ineyaniaria Electricktad

159 erem 86 ... 145 .. 255 i
56... . 65 ... 55 v 57 v
Comtided de vt Cantilad de spbazsdan

Fapreraatitividad per carwa Top materide con s aplazos

Chesta

Ageorn ¥

Pagamuoan b ”

® Perndiceian 1A (ubwr s

S 0002 e ook 1ua*00 Fegreomis 154 MEORGS Tred iy

N\

Analisis de Reprobados

[ Grafico Compuesto (Comparativo) Vv
Comparativa de materias comunes entre carreras

./

Ingenieria Informatica

- Ingenieria Electronica

Ingenieria Electricidad
50

Ingenierfa Civil

Grafico Compuesto (Comparativo)

40
3
2
| 1
0

Caiculo | Fisica | Probabilidad Y Estadistica

o

(=]

[=]

Como resultado principal del primer objetivo especifico, se ha desarrollado y puesto en marcha
una plataforma web. Esta herramienta fue disefiada para servir como interfaz principal entre el
modelo predictivo y los usuarios finales (directivos, coordinadores de carrera y tutores),

traduciendo los resultados del modelo en informacion accionable.

La plataforma se compone de los siguientes mddulos principales:

* Dashboard Principal: Ofrece una vista panoramica del estado general de la poblacion

estudiantil. Presenta graficos dindmicos que resumen la distribucion de estudiantes por nivel
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de riesgo (alto, medio, bajo), las carreras con mayor incidencia de riesgo y la evolucion
historica de estas métricas. Esta vista permite a los directivos identificar patrones y tomar
decisiones estratégicas a nivel macro (ver Figura 1).

*  Modulo de Gestion de Estudiantes: Constituye el nucleo operativo de la plataforma. Muestra
una tabla detallada con el listado completo de estudiantes, incluyendo su nivel de riesgo
asignado por el modelo, la probabilidad numérica de desercion y datos demograficos clave. La
tabla cuenta con herramientas de busqueda y filtrado que permiten a los coordinadores y tutores
segmentar rapidamente la poblacion por carrera, semestre o nivel de riesgo para focalizar sus
esfuerzos (ver Figura 2).

* Perfil Individual del Estudiante: Al seleccionar un estudiante de la lista, se accede a un perfil
detallado que no solo muestra su probabilidad de desercion, sino que también desglosa los
factores de riesgo mas influyentes que el modelo ha identificado para ese caso particular (p.
¢j., "Bajo rendimiento en materias clave", "Inasistencias elevadas", "Baja frecuencia de uso de
la plataforma virtual"). Este resultado es fundamental, ya que proporciona a los tutores el
"porqué" detrds de la alerta, permitiéndoles preparar intervenciones personalizadas y
pertinentes.

* Médulo de Administracién: Una seccion de acceso restringido que permite la carga manual
de los datos actualizados (archivo .csv) para el reprocesamiento del modelo, garantizando que
el sistema opere con la informacioén mas reciente disponible.

* La plataforma fue desarrollada utilizando un stack tecnologico moderno (Flask para el
backend, React para el frontend y PostgreSQL para la base de datos), asegurando su

escalabilidad y mantenibilidad a futuro.

3.3. Evaluacion de viabilidad técnica, operativa y econdmica

3.3.1. Viabilidad Técnica

La evaluacion del desempeiio del modelo de inteligencia artificial integrado en la plataforma web
demostr6 que la implementacion no degrado las capacidades predictivas del modelo original. Se
calcularon las métricas de desempefio utilizando el conjunto de prueba reservado, obteniendo los
siguientes resultados: Precision (Accuracy) de 85.1%, Sensibilidad (Recall) de 82.5%,
Especificidad de 87.0%, F1-Score de 83.8% y AUC-ROC de 0.88. Estas métricas son consistentes

con las reportadas por Gonzalez y Bogado en su modelo original (Accuracy: 85.3%, Recall: 82.7%,
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Especificidad: 87.1%, F1-Score: 84.0%, AUC-ROC: 0.89), presentando diferencias minimas
atribuibles a la variabilidad natural en la evaluacién de modelos de machine learning. Se corrobora
asi que el modelo de inteligencia artificial, una vez implementado en la plataforma web, no sufre
modificaciones significativas en cuanto a sus métricas de desempeio, manteniendo su capacidad
predictiva y validando la correcta integracion técnica del pipeline de preprocesamiento, inferencia

y generacion de predicciones dentro del sistema web desarrollado.

A continuacion se presenta la observacion segin el Anexo 1. Planilla de requisitos técnicos:

A. INFRAESTRUCTURA DE HARDWARE
A.1. SERVIDOR DE APLICACIONES

Componente Requerimiento Minimo Requerimiento Observaciones
disponible
Procesador 4 cores, 2.5 GHz 4 cores, 2.6 GHz (Intel Servidor fisico disponible en
Xeon E5-2640) Datacenter FCyT
Memoria RAM 8 GB 8 GB DDR4 Cumple exactamente el

minimo requerido

Almacenamiento 100 GB SSD 100 GB SSD Ninguna
Sistema Ubuntu 20.04+ / Windows Ubuntu 22.04 LTS Sistema operativo instalado y
Operativo Server 2019+ actualizado
Virtualizacion Soporte para Docker Soportado Ninguna

Evaluacion: Cumple totalmente o Cumple parcialmente o No cumple

Brecha identificada: Ninguna. El servidor cumple con todos los requisitos minimos.

Inversion estimada para cerrar brecha: Gs. 0

A.2. SERVIDOR DE BASE DE DATOS

Componente Requerimiento Requerimiento disponible Observaciones
Minimo
Procesador 4 cores, 2.5 GHz 4 cores, 2.8 GHz (Intel Xeon Ninguna
E5-2650)
Memoria RAM 8 GB 8 GB DDR4 Cumple exactamente el minimo

requerido

Almacenamiento 200 GB SSD 240 GB SSD Ninguna
Sistema Ubuntu 20.04+ Ubuntu 22.04 LTS Sistema operativo compatible
Operativo
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Backup

Backup diario

manual

Soportado

Ninguna

Evaluacion: Cumple totalmente o Cumple parcialmente o No cumple

Brecha identificada: Ninguna. El servidor de base de datos cumple todos los requisitos.

Inversion estimada para cerrar brecha: Gs. 0

A3. INFRAESTRUCTURA DE RED

Componente

Requerimiento Minimo

Requerimiento

disponible

Observaciones

Ancho de banda

20 Mbps simétricos

25 Mbps simétricos

Conexidn fibra optica

Internet institucional
Red interna 100 Mbps 1 Gbps Ninguna
Firewall Firewall basico pfSense 2.7 configurado Ninguna
configurado
Certificado SSL Certificado SSL valido Certificado SSL Ninguna
Dominio Subdominio institucional disponibles Ninguna
IP publica estatica Requerida asignada Ninguna

Evaluacion: Cumple totalmente o Cumple parcialmente o No cumple

Brecha identificada: Ninguna. La infraestructura de red cumple todos los requisitos. Inversion

estimada para cerrar brecha: Gs. 0

B. SOFTWARE Y LICENCIAS
B.1. SOFTWARE DE SISTEMA

Software Version Minima Version Licencia Costo Disponible
Disponible

Sistema Operativo | Ubuntu 20.04 / Windows | Ubuntu 22.04 LTS Open Gs. 0 Si o No
Servidor Server 2019 Source

Python 3.9 Python 3.10.12 Open Gs. 0 Sio No
Source

PostgreSQL 13 PostgreSQL 14.9 Open Gs. 0 Sio No
Source

Nginx 1.18 Nginx 1.22.1 Open Gs. 0 Si o No
Source

Docker 20.10 Docker 24.0.5 Open Gs. 0 Si o No
Source
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Git 2.30 Git 2.40.1 Open Gs. 0 Sio No
Source
Costo total estimado en licencias: Gs. 0 (Todo software open source)
B.2. LIBRERIAS Y FRAMEWORKS (Todas Open Source - Costo Gs. 0)
Libreria/Framework | Version Minima | Version Instalada Proposito Disponible
Flask 2.3 233 Framework web backend Sio No
SQLAIchemy 2.0 2.0.21 ORM para base de datos Si o No
scikit-learn 1.3 1.3.1 Machine learning Sio No
pandas 2.0 2.1.1 Manipulacién de datos Sio No
React.js 18.2 18.2.0 Framework frontend Sio No
Material-Ul 5.14 5.14.10 Componentes Ul Sio No
Recharts 2.7 2.8.0 Visualizacion de datos Sio No
C. RECURSOS HUMANOS TECNICOS
C.1. EQUIPO DE SOPORTE Y OPERACION
Rol Dedicacion Competencias Disponible Personal Brecha
Requerida Necesarias Identificado
Administrador de 25% (10 Linux, Docker, Sio Requiere Capacitacion
Sistemas hrs/sem) Nginx, seguridad No capacitacion 16 hrs
especifica del
sistema
Soporte Técnico 50% (20 Atencidn a usuarios, Sio Requiere Capacitacion
hrs/sem) troubleshooting No capacitacion 16 hrs
basico especifica del
sistema

Evaluacion: RRHH disponibles o Requiere contratacién Requiere capacitacion Costo

estimado (capacitacion segiin Anexo 5): Gs. 0 (capacitacion interna)

D. SEGURIDAD Y CUMPLIMIENTO

Aspecto Requerimiento Criticidad | Implementado en Observaciones
Prototipo
Autenticacion JWT o similar Alta SioNo o JWT implementado y funcional
Parcial
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Autorizacion RBAC (Control Alta SioNoo Dos roles implementados:
basado en roles) Parcial Soporte Técnico y Técnico
Académico
Cifrado en HTTPS con TLS Alta SioNono Certificado SSL configurado
transito 1.2+ Parcial (TLS 1.3)
Cifrado en Datos sensibles Media SioNono Contrasefias hasheadas, datos
reposo cifrados en BD Parcial académicos en BD con acceso
restringido
Gestion de Hashing con Alta SioNo o Berypt implementado para hash
contrasefias berypt/argon2 Parcial de contrasefias
Proteccion SQL ORM vy prepared Alta SioNono SQLAIchemy ORM utilizado en
Injection statements Parcial todas las consultas
Proteccion XSS Sanitizacion de Alta SioNono Validacion de inputs en frontend
inputs Parcial y backend
Proteccion CSRF Tokens CSRF Media SioNo o Tokens CSRF implementados
Parcial en formularios
Auditoria de Logs de acceso a Media SioNo o Sistema de logging
accesos datos sensibles Parcial implementado con registro de
accesos
Backup de datos Backups Alta SioNo o Script cron configurado para
automaticos diarios Parcial backup diario automatico

Nivel general de seguridad: Alto o Medio o Bajo

Aspectos criticos pendientes: Ninguno. Todos los aspectos

implementados.

de seguridad criticos estan

G. RESUMEN EJECUTIVO DE VIABILIDAD TECNICA G.1. EVALUACION POR

CATEGORIA
Categoria Cumplimiento Criticidad de Brechas | Inversion Requerida
Hardware Alta 0 Media 0 Baja | 0 Alta o Media (&4 Baja Gs. 0
Software Alta 0 Media 0 Baja | 0 Alta 0 Media (@ Baja Gs. 0
RRHH Técnicos Alta 0 Media 0 Baja | 0 Alta 0 Media §&4 Baja Gs. 0
Seguridad Alta 0 Media 0 Baja | 0 Alta 0 Media §&4 Baja Gs. 0

INVERSION TOTAL ESTIMADA: Gs. 0
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G.2. CONCLUSION DE VIABILIDAD TECNICA

El proyecto es técnicamente viable:

Si, con infraestructura actual

0 Si, con inversiones menores (< Gs. 30.000.000)

0 Si, con inversiones moderadas (Gs. 30.000.000 - Gs. 100.000.000)
0 Si, con inversiones significativas (> Gs. 100.000.000)

o No es viable en condiciones actuales

La evaluacion exhaustiva de los requerimientos técnicos del proyecto demuestra que la Facultad
de Ciencias y Tecnologias de la Universidad Nacional de Caaguazi cuenta con la infraestructura
de hardware necesaria para el despliegue del sistema, cumpliendo con los requisitos minimos de
procesamiento, memoria y almacenamiento en sus servidores existentes. La infraestructura de red
institucional proporciona el ancho de banda, seguridad perimetral y conectividad requeridos,
incluyendo la disponibilidad de dominio institucional, certificado SSL y direccion IP estatica.
Todo el software necesario para la operacion del sistema es de codigo abierto y se encuentra
instalado en las versiones requeridas, eliminando completamente los costos de licenciamiento. Los
recursos humanos técnicos estan disponibles en la estructura actual de la Direccion de Tecnologias
de la Informacion de la FCyT, requiriendo Uinicamente capacitacion especifica en el sistema
mediante los planes estructurados del Anexo 5. Las integraciones con sistemas existentes son de
baja complejidad, basandose principalmente en exportacion de archivos CSV desde el sistema de
gestion académica y uso del servidor SMTP institucional. Todos los aspectos criticos de seguridad
informatica han sido implementados en el prototipo funcional, incluyendo autenticacion JWT,
control de acceso basado en roles, cifrado de comunicaciones mediante HTTPS/TLS 1.3,
proteccion contra vulnerabilidades comunes (SQL Injection, XSS, CSRF), y sistema automatizado
de backups. Adicionalmente, se corrobord que el modelo de inteligencia artificial, una vez
implementado en la plataforma web, no sufre modificaciones significativas en cuanto a sus
métricas de desempefio, manteniendo valores practicamente idénticos a los reportados en el
modelo original (diferencias menores al 0.2% en todas las métricas clave). Al cumplirse todos los
requisitos técnicos identificados sin necesidad de inversion adicional en infraestructura, software
o personal, y al confirmarse que el modelo de machine learning mantiene su capacidad predictiva

tras la integracion, se concluye que el proyecto es plenamente viable técnicamente, pudiendo ser
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desplegado en produccién con la infraestructura y recursos actualmente disponibles en la
institucion.

3.3.2. Viabilidad operativa
Los siguientes planes de capacitacion fueron disefiados a partir de los resultados obtenidos
mediante la aplicacion del Anexo 4: Checklist de Identificacion de Necesidades de Capacitacion
por Rol. Este instrumento permiti6 identificar las brechas de competencias especificas para cada
perfil de usuario del sistema, estableciendo asi los contenidos, metodologias y duracién apropiados

para cada programa formativo.

Los planes se estructuran en modulos diferenciados segun el rol del usuario (Soporte Técnico y
Técnico Académico), abordando las competencias técnicas, operativas y de dominio requeridas
para el uso efectivo del sistema. Cada modulo especifica sus objetivos de aprendizaje, estrategias
de ensefianza, modalidad de implementacion y carga horaria, garantizando una formacion integral

y practica que habilite a los usuarios para desempenar sus funciones con autonomia y eficiencia.

3.3.2.1. PLAN DE CAPACITACION 1: PERFIL SOPORTE TECNICO

Perfil objetivo: Personal de soporte técnico e informatica
Numero de participantes: 1-3 personas

Duracion total: 16 horas

Modalidad general: Presencial con practica en laboratorio

Prerrequisitos: Conocimientos de sistemas operativos, bases de datos y redes

Estructura Modular

# Moédulo Duraciéon | Modalidad Estrategia de Ensefianza
1 Arquitectura y 2 horas Presencial Presentacion teorica con diagramas de
Componentes del arquitectura + demostracion en vivo del sistema
Sistema funcionando + sesion de preguntas y respuestas
2 | Administracion de 3 horas Presencial Demostracion paso a paso por el instructor +
Usuarios y Permisos practica practica guiada con supervision + ejercicios
individuales con casos especificos +
retroalimentacion inmediata
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3 Cargay 4 horas Presencial | Presentacion de procedimientos + demostracion
Actualizacion de practica con datos reales + practica supervisada con
Datos Estudiantiles datasets de prueba + resolucion de errores en
tiempo real + validacion de resultados
4 Monitoreo del 2 horas Presencial Demostracion del dashboard de monitoreo +
Sistema analisis de casos reales de logs y métricas +
interpretacion grupal de anomalias simuladas +
discusion de procedimientos de respuesta
5| Troubleshooting y 3 horas Presencial Presentacion de problemas comunes +
Resolucion de practica resolucion practica en grupos de 2-3 personas +
Problemas simulacion de incidencias reales +
documentacion estructurada de cada caso +
plenaria de soluciones
6 Backups y 2 horas Presencial Demostracion de procedimientos de backup +
Recuperacion practica practica supervisada de backup manual +
simulacion de escenario de recuperacion +
verificacion de integridad de backups
3.3.2.2.  PLAN DE CAPACITACION 2: PERFIL TECNICO ACADEMICO

Perfil objetivo: Coordinadores de carrera, docentes tutores, autoridades académicas

Numero de participantes: 1-5 personas por grupo

Duracion total: 13 horas

Modalidad general: Presencial con practica guiada

Prerrequisitos: Conocimientos basicos de ofimatica y navegacion web

Estructura Modular

# Moédulo Duraciéon | Modalidad Estrategia de Ensefianza
1 Introduccion al 2 horas Presencial Presentacion interactiva sobre desercion estudiantil y
Sistema y Conceptos sistemas de alerta temprana + demostracion guiada del
Basicos sistema + discusion sobre ética y responsabilidad en el
uso de predicciones + sesion de preguntas frecuentes
2 | Navegaciony Uso 2 horas Presencial Demostracion de navegacion por el instructor + practica
del Dashboard practica guiada paso a paso + ejercicios de exploracion individual
Principal con tareas especificas + uso de filtros y busquedas con
casos reales
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3 Analisis de 3 horas Presencial Demostracion de analisis de perfil individual + practica
Estudiantes en practica guiada con 5 casos de estudiantes reales anonimizados +
Riesgo trabajo en parejas para identificar patrones + plenaria de

hallazgos y discusion grupal

4 Interpretacion de 2 horas Presencial Presentacion de factores de riesgo académico + analisis
Factores de Riesgo grupal de casos con diferentes perfiles + discusion
facilitada sobre la importancia relativa de factores +

reflexion sobre limitaciones del modelo

5 Generacion de 2 horas Presencial Demostracion de generacion de reportes + practica
Reportes y Analisis practica individual de exportacion a PDF y Excel + analisis de
de Tendencias tendencias temporales + ejercicios de comparacion entre

carreras + interpretacion de graficos estadisticos

6 Estrategias de 2 horas Presencial Taller participativo de disefio de intervenciones + trabajo
Intervencion taller en grupos pequeiios para elaborar planes de accion +
Basadas en Datos presentacion de propuestas por grupo + retroalimentacion

colectiva + cierre con mejores practicas

La aplicacion del Anexo 4: Checklist de Identificacion de Necesidades de Capacitacion permitid
identificar las brechas de competencias especificas para cada perfil de usuario, las cuales son
abordadas de manera integral mediante los planes de capacitacion estructurados presentados en esta
seccion. Estos programas formativos, con una duracion de 16 horas para el perfil Soporte Técnico
y 13 horas para el perfil Técnico Académico, cubren exhaustivamente las competencias técnicas,
operativas y de dominio requeridas para el uso efectivo del sistema. Asimismo, los perfiles de
usuario definidos en el Anexo 3: Matriz de Perfiles de Usuario especifican las competencias,
experiencia y responsabilidades necesarias para cada rol, las cuales pueden ser satisfechas mediante
la contratacion de personal con las calificaciones base requeridas o mediante la capacitacion del
personal existente utilizando los planes propuestos. Dado que las necesidades de capacitacion
identificadas pueden ser cubiertas mediante programas formativos estructurados, de duracion
razonable y con metodologias practicas apropiadas, y considerando que los perfiles de usuario
requeridos corresponden a roles existentes en la estructura organizacional de la institucion, se
concluye que el proyecto es viable operativamente, ya que la institucion cuenta con la capacidad

de formar y habilitar al personal necesario para la operacion exitosa del sistema.

3.3.3. Viabilidad economica

Se evaluo la viabilidad econdmica del proyecto mediante un andlisis de Retorno de Inversion (ROI)

que compard los costos totales del desarrollo e implementacion del sistema con los beneficios
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econdémicos proyectados derivados de la reduccion de desercion estudiantil. Los costos totales se
calcularon sumando: (a) costos de desarrollo incurridos (tiempo de desarrollo valorizado, hardware,
software), (b) costos proyectados de implementacion (infraestructura de servidores, licencias,
instalacion, capacitacion inicial), y (¢) costos operativos anuales multiplicados por tres afios

(personal de soporte, mantenimiento de infraestructura, actualizaciones).

Los beneficios econdmicos se estimaron basiandose en la reduccion proyectada de desercion
estudiantil y la valorizacion de estudiantes retenidos. El modelo asumi6 que el sistema identifica
correctamente al 80% de los estudiantes que desertan (basado en el Recall de 82.5% del modelo
implementado) y que las intervenciones tempranas logran retener al 50% de los estudiantes

identificados, resultando en una reduccion neta del 40% de la desercion total.

El analisis de viabilidad econémica consider6 un horizonte temporal de 3 afios para evaluar el
retorno de la inversion. Los costos totales del proyecto ascendieron a Gs. 87.600.000, distribuidos
en costos de desarrollo (Gs. 48.000.000), costos de implementacion (Gs. 12.000.000) y costos
operativos acumulados de tres afios (Gs. 27.600.000). Por su parte, los beneficios econdomicos
proyectados por la retencion de estudiantes que de otro modo habrian desertado alcanzaron Gs.
432.000.000 en el mismo periodo de tres afos, considerando una reduccion del 40% en la tasa de
desercion actual y valorizando cada estudiante retenido en funcion del arancel anual promedio de

Gs. 3.600.000. Todo esto se puede observar en la Tabla 3.

Tabla 3. Resumen de Viabilidad Econdmica

Concepto Valor (Gs.) | Periodo
Costos
Costos De Desarrollo 48.000.000 | Ano 0
Costos De Implementacion 12.000.000 | Ao 0
Costos Operativos Anuales 9.200.000 | Por afio
Costos Operativos Totales (3 Afios) 27.600.000 | Afos 1-3
COSTOS TOTALES (3 Aiios) 87.600.000 | Afios 0-3
Beneficios

Beneficio Anual Por Retencion 144.000.000 | Por afio
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Beneficios Totales (3 Afios) 432.000.000 | Afios 1-3

Indicadores Financieros

Beneficio Neto (3 Afios) 344.400.000 | Anos 0-3
ROI (Retorno De Inversion) 393.2% | 3 afios
Beneficio Neto Anual 134.800.000 | Por afio
Periodo De Recuperacion 0.45 afios | 5.4 meses

El andlisis econdmico demuestra que el proyecto presenta una viabilidad econdmica excepcional.
Con un Retorno de Inversion (ROI) del 393.2% en un horizonte de tres afos, el sistema genera
beneficios econémicos que superan en casi cuatro veces la inversion total realizada. El periodo de
recuperacion de la inversion es de apenas 5.4 meses (0.45 afios), lo que significa que antes de
cumplirse el primer semestre de operacion, el sistema ya habra generado beneficios suficientes para
cubrir todos los costos de desarrollo e implementacion. A partir de ese momento, cada estudiante
adicional retenido representa un beneficio neto directo para la institucion. Los beneficios netos
acumulados en tres anos alcanzan Gs. 344.400.000, equivalentes a mas de 95 estudiantes retenidos
que completan sus estudios y generan ingresos por aranceles que de otro modo se habrian perdido.
Estos resultados son conservadores, ya que no consideran beneficios adicionales como el prestigio
institucional por mejores tasas de graduacion, la optimizacion en el uso de recursos académicos, ni
el impacto social positivo de profesionales graduados que contribuyen al desarrollo regional. En
consecuencia, se concluye que el proyecto es plenamente viable economicamente, presentando
indicadores financieros altamente favorables que justifican ampliamente la inversion requerida y

garantizan su sostenibilidad operativa en el mediano y largo plazo.

4. Conclusiones y recomendaciones

4.1. Conclusiones

En conjunto, los resultados obtenidos confirman el cumplimiento exitoso de los objetivos del
proyecto. Se ha materializado el desarrollo de una plataforma web completamente funcional que
no solo integra el modelo predictivo de desercion estudiantil, sino que también lo traduce en una
herramienta de gestion visual e intuitiva. Esta plataforma dota al personal académico y
administrativo de la capacidad para interpretar datos complejos y tomar decisiones informadas de

manera proactiva.
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Asimismo, la validacion del sistema en un entorno de produccion ha demostrado que el modelo de
machine learning subyacente mantiene su alta capacidad predictiva, alcanzando un 82.5% de
Recall. Este hallazgo es crucial, ya que confirma que la herramienta es fiable y efectiva para
identificar con precision a la gran mayoria de los estudiantes en riesgo real de abandonar sus

estudios.

Finalmente, el analisis de viabilidad concluye de manera inequivoca que el proyecto es sostenible
y beneficioso. Desde la perspectiva técnica, se ha demostrado que puede ser implementado y
mantenido con los recursos humanos e infraestructurales existentes en la institucion. Desde el
punto de vista econdmico, el proyecto no solo es viable, sino que representa una inversion
altamente rentable, con un Retorno de la Inversion (ROI) proyectado del 393.2% en tres afios,

justificando plenamente su implementacion a escala institucional.

4.2. Recomendaciones

1. Fortalecer los programas de alerta y deteccion temprana de desercion a fin de realizar las
intervenciones oportunas y mejorar el acompanamiento institucional.

2. Ampliar las tutorias personalizadas de modo que los estudiantes en riesgo reciban el apoyo
continuo y estrategias de mejora adaptadas a sus necesidades.

3. Capacitar a los docentes y coordinadores académicos en el uso e interpretacion de los

modelos de alerta temprana.
4. Para investigaciones futuras considerar incorporar factores individuales tal como:
a Caracteristicas demograficas
b Edad
¢ Genero

d Variables psicologicas
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6. ANEXOS - Instrumentos de recoleccion de datos

6.1. ANEXO 1: Planilla de Requerimientos Técnicos Minimos
UNIVERSIDAD NACIONAL DE CAAGUAZU

FACULTAD DE CIENCIAS Y TECNOLOGIAS

Proyecto: Dashboard Web para Prediccion de Deserciéon Estudiantil

PLANILLA DE EVALUACION DE REQUERIMIENTOS TECNICOS

Fecha de evaluacion:

Evaluador:

A. INFRAESTRUCTURA DE HARDWARE
A.1. SERVIDOR DE APLICACIONES

Componente Requerimiento Minimo Requerimiento | Observaciones
disponible
Procesador 4 cores, 2.5 GHz
Memoria RAM | 8 GB
Almacenamiento | 100 GB SSD

Sistema

Operativo

Ubuntu 20.04+ /
Windows Server 2019+

Virtualizacion

Soporte para Docker

Evaluacion: o Cumple totalmente o Cumple parcialmente o No cumple

Brecha identificada:

Inversion estimada para cerrar brecha: Gs.

A.2. SERVIDOR DE BASE DE DATOS

Componente Requerimiento Requerimiento Observaciones
Minimo disponible
Procesador 4 cores, 2.5 GHz
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Memoria RAM 8 GB

Almacenamiento | 200 GB SSD

Sistema Ubuntu 20.04+
Operativo
Backup Backup diario
manual

Evaluacién: o Cumple totalmente o Cumple parcialmente o No cumple

Brecha identificada:

Inversion estimada para cerrar brecha: Gs.

A.3. INFRAESTRUCTURA DE RED

Componente Requerimiento Requerimiento Observaciones

Minimo Recomendado

Ancho de banda 20 Mbps simétricos

Internet
Red interna 100 Mbps
Firewall Firewall basico
configurado
Certificado SSL Certificado SSL
valido
Dominio Subdominio
institucional
IP publica Requerida
estatica

Evaluacion: o Cumple totalmente o Cumple parcialmente o No cumple

Brecha identificada:

Inversion estimada para cerrar brecha: Gs.
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B. SOFTWARE Y LICENCIAS
B.1. SOFTWARE DE SISTEMA

Software Versién Minima Licencia | Costo | Disponible
Sistema Operativo Ubuntu 20.04 / Windows o Si o No
Servidor Server 2019

Python 3.9 o Si o No
PostgreSQL 13 o Si o No
Nginx 1.18 o SioNo
Docker 20.10 o SioNo
Git 2.30 o SioNo

Costo total estimado en licencias: Gs.

B.2. LIBRERIAS Y FRAMEWORKS (Todas Open Source - Costo Gs. 0)
Libreria/lFramework | Versiéon Minima Propésito Disponible
Flask 2.3 Framework web backend | o Si o No

SQLAIchemy 2.0 ORM para base de datos | o Si o No
scikit-learn 1.3 Machine learning o Sio No
pandas 2.0 Manipulacion de datos o Si o No

React.js 18.2 Framework frontend o Si o No

Material-Ul 5.14 Componentes Ul o Si o No

Recharts 2.7 Visualizacion de datos o Sio No

C. RECURSOS HUMANOS TECNICOS
C.1. EQUIPO DE SOPORTE Y OPERACION
Rol Dedicacion Competencias Disponible | Brecha
Requerida Necesarias
FCyT UNCA 3
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Administrador de 25% (10 Linux, Docker, Nginx, | o SioNo

Sistemas hrs/sem) seguridad

Soporte Técnico 50% (20 Atencion a usuarios, o Sio No
hrs/sem) troubleshooting basico

Evaluacion: o RRHH disponibles o Requiere contratacion o Requiere capacitacion

Costo estimado (contratacion o capacitacion): Gs.

D. SEGURIDAD Y CUMPLIMIENTO

Aspecto Requerimiento | Criticidad | Implementado | Observaciones
en Prototipo

Autenticacién JWT o similar Alta o Si
o No

o Parcial
Autorizacién RBAC (Control Alta o Si
basado en roles) o No

o Parcial
Cifrado en HTTPS con TLS Alta o Si
transito 1.2+ o No

o Parcial
Cifrado en Datos sensibles Media o Si
reposo cifrados en BD o No

o Parcial
Gestion de Hashing con Alta o Si
contrasenas bcrypt/argon2 o No

o Parcial
Proteccion ORM vy prepared Alta o Si
SQL Injection statements o No

o Parcial
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Proteccion Sanitizacion de Alta o Si
XSS inputs o No
o Parcial
Proteccion Tokens CSRF Media o Si
CSRF o No
o Parcial
Auditoriade | Logsde accesoa| Media o Si
accesos datos sensibles o No
o Parcial
Backup de Backups Alta o Si
datos automaticos o No
diarios o Parcial

Nivel general de seguridad: o Alto o Medio o Bajo

Aspectos criticos pendientes:

G. RESUMEN EJECUTIVO DE VIABILIDAD TECNICA
G.1. EVALUACION POR CATEGORIA

Categoria Cumplimiento Criticidad de Brechas Inversion
Requerida
Hardware o Alta o Media o Baja o Alta o Media o Baja | Gs.
Software o Alta o Media o Baja o Alta o Media o Baja | Gs.
RRHH
Técnicos o Alta o Media o Baja o Alta o Media o Baja | Gs.
Integracién o Alta o Media o Baja o Alta o Media o Baja | Gs.
Seguridad o Alta o Media o Baja o Alta o Media o Baja | Gs.

INVERSION TOTAL ESTIMADA: Gs.

G.2. CONCLUSION DE VIABILIDAD TECNICA El proyecto es

técnicamente viable:

o Si, con infraestructura actual
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o Si, con inversiones menores (< Gs. 30.000.000)
o Si, con inversiones moderadas (Gs. 30.000.000- Gs. 100.000.000)
o Si, con inversiones significativas (> Gs. 100.000.000)

o No es viable en condiciones actuales

Evaluador: Firma: Fecha:

6.2. ANEXO 2: Matriz de Perfiles de Usuario
UNIVERSIDAD NACIONAL DE CAAGUAZU
FACULTAD DE CIENCIAS Y TECNOLOGIAS

Proyecto: Dashboard Web para Prediccion de Desercion Estudiantil

MATRIZ DE PERFILES DE USUARIO DEL SISTEMA

PERFIL 1: SOPORTE TECNICO

Descripcion del Rol:
Personal técnico-administrativo responsable de la operacion, mantenimiento y soporte

del sistema de prediccion de desercion.
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A. CARACTERISTICAS DEL PERFIL

Dimensioén Descripcion
Formacion académica Licenciatura en Informatica, Sistemas, Ingenieria en
requerida Informatica o afines
Experiencia minima 2 afios en soporte técnico o administracion de sistemas

Conocimientos técnicos

requeridos

- Sistemas operativos (Linux/Windows Server)
- Bases de datos (SQL basico)

- Redes y seguridad informatica

- Troubleshooting de aplicaciones web

Competencias digitales

Nivel avanzado (8-10/10)

Dedicacion estimada

50% de jornada (20 horas/semana)

B. RESPONSABILIDADES EN EL SISTEMA

# Responsabilidad Frecuencia

1 Monitorear estado y disponibilidad del sistema Diaria

2 Gestionar usuarios y permisos de acceso Semanal

3 | Cargar/actualizar datos estudiantiles en el sistema Semestral

4 Realizar backups de la base de datos Diaria (automatizada)
5 | Atender consultas y problemas técnicos de usuarios Segun demanda

6 Generar reportes técnicos de uso del sistema Mensual

7 Coordinar actualizaciones y mantenimientos Segun necesidad

8 Documentar incidencias y soluciones Segun demanda

C. FUNCIONALIDADES DEL SISTEMA QUE UTILIZA

Funcionalidad Nivel de Uso | Criticidad
Panel de administracion de usuarios Alto Alta
Gestiodn de roles y permisos Medio Alta
Modulo de carga de datos Alto Alta
Dashboard de monitoreo del sistema Alto Media
Generacion de reportes técnicos Medio Media
Visualizacion de logs de sistema Medio Media
Configuracién de parametros del sistema Bajo Alta
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D. COMPETENCIAS DIGITALES REQUERIDAS

Competencia Nivel Requerido | Evaluacion (1-10)
Uso de sistemas operativos (Linux/Windows) Avanzado 8-10
Gestion de bases de datos Intermedio 6-8
Navegacion y uso de aplicaciones web Avanzado 8-10
Resolucion de problemas técnicos Avanzado 8-10
Interpretacion de logs y mensajes de error Avanzado 7-9
Gestion de usuarios y permisos Intermedio 6-8
Comprensién de conceptos de seguridad informatica Intermedio 6-8

PERFIL 2: TECNICO ACADEMICO

Descripcion del Rol:

Personal académico (coordinadores de carrera, docentes tutores, autoridades) que

utiliza el sistema para identificar estudiantes en riesgo y tomar decisiones sobre

intervenciones académicas.

A. CARACTERISTICAS DEL PERFIL

Dimension

Descripcion

Formacion académica

requerida

Titulo de grado en area relevante + experiencia docente

Experiencia minima

3 afnos como docente, preferiblemente con experiencia en

tutoria o coordinacion

Conocimientos técnicos

requeridos

- Uso de navegadores web

- Manejo de aplicacione

s ofimaticas

- Interpretacion de graficos y estadisticas basicas

Competencias digitales

Nivel intermedio (5-7/10)

Dedicacién estimada 10-15% de jornada (4-6 horas/semana)
B. RESPONSABILIDADES EN EL SISTEMA
# Responsabilidad Frecuencia
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1 Consultar lista de estudiantes en riesgo de su carrera Semanal
2 Revisar perfiles individuales de estudiantes en riesgo Semanal
3 Identificar factores de riesgo especificos por estudiante Segun necesidad
4 Generar reportes académicos de estudiantes en riesgo Mensual
5 Analizar tendencias de desercion en su carrera Semestral
6 Comparar indicadores entre periodos académicos Semestral
7 Exportar datos para analisis adicionales Segun necesidad
8 | Planificar intervenciones basadas en informacion del sistema Continua
C. FUNCIONALIDADES DEL SISTEMA QUE UTILIZA
Funcionalidad Nivel de Uso | Criticidad
Dashboard principal con indicadores de su carrera Alto Alta
Lista de estudiantes en riesgo (filtrable y ordenable) Alto Alta
Vista detallada de estudiante individual Alto Alta
Visualizacién de factores de riesgo por estudiante Alto Alta
Gréficos de evolucion de rendimiento académico Medio Media
Comparativas entre carreras Bajo Baja
Generacion de reportes académicos Medio Media
Exportacion de datos (PDF, Excel) Medio Media
D. COMPETENCIAS DIGITALES REQUERIDAS
Competencia Nivel Requerido | Evaluacién (1-10)
Navegacion en aplicaciones web Intermedio 5-7
Interpretacion de graficos estadisticos Intermedio 5-7
Uso de filtros y busquedas Basico-Intermedio 4-6
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Comprension de indicadores numéricos Intermedio 5-7
Exportacion y manejo de archivos (PDF, Excel) | Basico-Intermedio 4-6
Comprension de conceptos de probabilidad Basico 3-5
Uso de aplicaciones ofimaticas Intermedio 5-7

COMPARACION DE PERFILES
Dimensién Soporte Técnico Técnico Académico
Competencias digitales Avanzado (8-10/10) Intermedio (5-7/10)
requeridas
Enfoque principal Operacioén y mantenimiento del | Uso de informacion para decisiones
sistema académicas
Dedicacion estimada 50% jornada (20 hrs/sem) 10-15% jornada (4-6 hrs/sem)
Capacitacion requerida 16 horas (énfasis técnico) 13 horas (énfasis funcional)
Criticidad del rol Alta (sistema no funciona sin | Alta (sistema no cumple objetivo sin
este rol) este rol)

6.3. ANEXO 4: Necesidades de Capacitacion por Rol

UNIVERSIDAD NACIONAL DE CAAGUAZU
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FACULTAD DE CIENCIAS Y TECNOLOGIAS

Proyecto: Dashboard Web para Prediccion de Deserciéon Estudiantil
CHECKLIST DE IDENTIFICACION DE NECESIDADES DE CAPACITACION

Fecha de evaluacion:

Evaluador:

INSTRUCCIONES
Este instrumento permite identificar las necesidades de capacitacidon especificas para

cada perfil de usuario del sistema. Para cada competencia:

1. Evalue el nivel actual del usuario/equipo (escala 1-5)

2. Compare con el nivel requerido por el sistema

3. Identifique la brecha (diferencia entre requerido y actual)

4. Marque si requiere capacitacion (brecha = 2 puntos = capacitacion

prioritaria) Escala de evaluacion:

« 1: Sin conocimiento/experiencia

+ 2: Conocimiento basico/teérico

« 3: Conocimiento intermedio/practica limitada
« 4: Conocimiento avanzado/practica regular

+ 5: Experto/dominio completo

PERFIL 1: SOPORTE TECNICO Datos
del evaluado:

«  Nombre:

+ Cargo actual:

« Afos de experiencia en area técnica:
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A. COMPETENCIAS TECNICAS GENERALES

# Competencia Nivel Nivel ¢Requiere

Requerido | Actual A Brecha  Capacitacion?

1 Administracion de 4 o Sio No
sistemas operativos

Linux

2 Administracion de 3 o Si o No
sistemas operativos

Windows Server

3 Gestion de bases de 4 o SioNo

datos relacionales (SQL)

4 Administracion de 4 o Sio No
PostgreSQL

5 Conceptos de redes y 3 o Si o No

protocolos TCP/IP
6 Configuracion de 3 o Si o No
firewalls y seguridad de
red
7 Gestion de certificados 3 o SioNo
SSL/TLS

8 Uso de Docker y 3 o Si o No
contenedores

9 Conceptos de APIs 3 o Si o No

REST
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10

Interpretacion de logs de

sistema

o SioNo

Subtotal brechas identificadas:

competencias requieren capacitacion

B. COMPETENCIAS ESPECIFICAS DEL SISTEMA
# Competencia Nivel Nivel ¢Requiere
Requerido | Actual Brecha | Capacitaciéon?
11 Comprension de 4 o Si o No
arquitectura de

aplicaciones web
(frontend/backend)

12 | Conocimiento de Python y 3 o Sio No

Flask

13 | Conocimiento de React.js 2 o Si o No

14 Conceptos basicos de 2 o Sio No
Machine Learning

15 Gestion de usuarios y 4 o Si o No

control de acceso (RBAC)
16 | Procedimientos de backup 5 o Sio No
y recuperaciéon de datos

17 Troubleshooting de 4 o Sio No
aplicaciones web

18 | Monitoreo de desempefio 4 o Si o No

de sistemas
19 | Documentacion técnica de 4 o SioNo
incidencias
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20 Atencion y soporte a 4 o Si o No

usuarios finales

Subtotal brechas identificadas: competencias requieren capacitacion

C. CONOCIMIENTOS ESPECIFICOS DEL DOMINIO

# Conocimiento Nivel Nivel ¢Requiere

Requerido = Actual | Brecha | Capacitacion?

21 Estructura de datos 3 o Si o No
académicos (estudiantes,

materias, calificaciones)

22 Procesos académicos 2 o SioNo

universitarios

23 | Normativa de proteccion 3 o Sio No

de datos personales

24 | Conceptos de desercion 2 o Sio No
estudiantil
25 | Interpretacion de métricas 2 o Sio No

de prediccion (accuracy,

recall, etc.)

Subtotal brechas identificadas: conocimientos requieren capacitacion

D. RESUMEN DE NECESIDADES - PERFIL SOPORTE
TECNICO Total de brechas identificadas: de 25

competencias/conocimientos
Prioridad de capacitacion:

o ALTA: 10 o mas brechas identificadas (240% de competencias)
o MEDIA: 5-9 brechas identificadas (20-36% de competencias)
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o BAJA: Menos de 5 brechas identificadas (<20% de competencias)
Duracion estimada de capacitacion requerida: horas

Modalidad recomendada: o Presencial o Virtual o Mixta o Autoformaciéon con

seguimiento

PERFIL 2: TECNICO ACADEMICO Datos

del evaluado:

«  Nombre:

« Cargo actual:

« Carrera/Departamento:

« Anfos de experiencia docente:

A. COMPETENCIAS DIGITALES BASICAS

# Competencia Nivel Nivel ¢Requiere

Requerido | Actual | Brecha Capacitacion?

1 | Uso de navegadores web 4 o Si o No

y aplicaciones online

2 | Manejo de aplicaciones 3 o Sio No
ofimaticas (Word, Excel,
PDF)

3 Gestién de archivos y 3 o Si o No

carpetas
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4 | Uso de correo electronico 3 o SioNo
institucional
5 | Descarga e instalacion de 2 o Si o No
archivos
Subtotal brechas identificadas:  competencias requieren capacitacion

B. COMPETENCIAS DE ANALISIS DE INFORMACION

# Competencia Nivel Nivel ¢Requiere

Requerido | Actual Brecha (Capacitacion?

6 Interpretacion de graficos 4 o Si o No
estadisticos (barras,

lineas, tortas)

7 Comprension de 4 o Si o No
indicadores numéricos

(promedios, porcentajes)

8 Interpretacion de tablas 4 o Si o No
de datos
9 Analisis de tendencias 3 o SioNo
temporales
10 Comparacion de datos 3 o Si o No

entre grupos

11 Comprension de 3 o Si o No
conceptos de probabilidad

basica

Subtotal brechas identificadas: competencias requieren capacitacion

C. COMPETENCIAS ESPECIFICAS DEL SISTEMA
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# Competencia Nivel Nivel ¢Requiere
Requerido | Actual Brecha | cCapacitaciéon?
12 Navegacion en 4 o Si o No
dashboards interactivos
13 Uso de filtros y 4 o Sio No
busquedas en
aplicaciones web
14 Interpretacion de 4 o Si o No
indicadores de riesgo
(semaforos, colores)
15| Exportaciéon de reportes 3 o Sio No
(PDF, Excel)
16 Comprension de 3 o Sio No
predicciones
probabilisticas
17 | Identificacion de factores 4 o Sio No
de riesgo académico
18 | Analisis de trayectorias 4 o Si o No
académicas individuales
D. CONOCIMIENTOS DEL DOMINIO ACADEMICO
# Conocimiento Nivel Nivel ¢Requiere
Requerido | Actual | Brecha | Capacitacion?
19 Factores asociados a 4 o Si o No
desercion estudiantil
20 Estrategias de 4 o Si o No
intervencién académica
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21 | Tutoria y acompafamiento 4 o Si o No
estudiantil

22 Normativa académica 4 o SioNo
institucional

23 Conceptos basicos de 2 o Si o No

inteligencia artificial

aplicada a educacion

24 | Limitaciones y alcances de 3 o Si o No

modelos predictivos

25| Etica en el uso de datos 4 o Si o No

estudiantiles

Subtotal brechas identificadas: conocimientos requieren capacitacion

E. RESUMEN DE NECESIDADES - PERFIL TECNICO ACADEMICO

Total de brechas identificadas: de 25 competencias/conocimientos

Prioridad de capacitacion:

o ALTA: 10 o mas brechas identificadas (240% de competencias)
o MEDIA: 5-9 brechas identificadas (20-36% de competencias)

o BAJA: Menos de 5 brechas identificadas (<20% de competencias)
Duracidén estimada de capacitacion requerida: horas

Modalidad recomendada: o Presencial o Virtual o Mixta o Autoformacion con

seguimiento
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6.4. ANEXO 5: Calculo de retorno de la inversion
DESARROLLO DETALLADO DE CALCULOS ECONOMICOS

A. CALCULO DE COSTOS DEL PROYECTO

A.1. Costos de Desarrollo (Aiho 0)

Tiempo de desarrollo valorizado:
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El desarrollo del sistema requiri6 aproximadamente 6 meses de trabajo de un
desarrollador full-stack. Considerando un salario mensual de referencia para un
ingeniero en sistemas con experiencia en desarrollo web y machine learning de Gs.
8.000.000:

Costo_desarrollo_personal = 6 meses x 8.000.000 Gs./mes = 48.000.000 Gs.
Hardware y equipamiento:

Todo el hardware necesario (computadora de desarrollo, periféricos) ya estaba

disponible en la institucién, por lo que no se incurrié en costos adicionales.
Costo_hardware_desarrollo = 0 Gs.
Software y licencias:

Todo el software utilizado (Python, Flask, React, PostgreSQL, herramientas de

desarrollo) es de cddigo abierto y gratuito.
Costo_software_desarrollo = 0 Gs.

Total Costos de Desarrollo:

Costos_desarrollo = 48.000.000 + 0 + 0 = 48.000.000 Gs.

A.2. Costos de Implementaciéon (Ao 0)

Infraestructura de servidores:

Segun el Anexo 1 (Evaluacion de Viabilidad Técnica), toda la infraestructura de

hardware necesaria esta disponible en la institucion.
Costo_infraestructura = 0 Gs.
Licencias de software:

Todo el software de sistema y aplicacién es open source.
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Costo_licencias = 0 Gs.

Instalacion y configuracion:

Se estima 2 semanas de trabajo (80 horas) para instalacion, configuracion de
servidores, migracion de datos y pruebas finales. Considerando una tarifa de Gs.

150.000/hora para trabajo técnico especializado:

Costo_instalacion = 80 horas x 150.000 Gs./hora = 12.000.000 Gs.

Capacitacion inicial:

Segun el Anexo 5 (Planes de Capacitacién por Rol), la capacitaciéon sera impartida por
el equipo de desarrollo sin costo adicional, utilizando instalaciones y equipamiento

institucional.

Costo_capacitacion = 0 Gs.

Total Costos de Implementacion:

Costos_implementacion =0 + 0 + 12.000.000 + 0 = 12.000.000 Gs.

A.3. Costos Operativos Anuales (Aihos 1-3)

Personal de soporte técnico: Segun
el Anexo 3, se requiere:

« Administrador de Sistemas: 25% dedicacién (10 hrs/semana)
- Soporte Técnico: 50% dedicacion (20 hrs/semana)

Considerando salarios mensuales de Gs. 6.000.000 y Gs. 4.000.000 respectivamente:

Costo_admin = 6.000.000 x 0.25 x 12 = 18.000.000 Gs./afio

Costo_soporte = 4.000.000 x 0.50 x 12 = 24.000.000 Gs./afio

Costo_personal_anual = 18.000.000 + 24.000.000 = 42.000.000 Gs./afio
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Sin embargo, este personal ya forma parte de la estructura de la FCyT y sus salarios ya
estan presupuestados. El costo incremental real es solo el tiempo adicional dedicado al
sistema, que representa aproximadamente el 20% de su carga laboral total destinada a

este proyecto especifico:
Costo_personal_incremental = 42.000.000 % 0.20 = 8.400.000 Gs./afio
Mantenimiento de infraestructura:

« Electricidad para servidores: Gs. 300.000/mes
« Conectividad (proporcion atribuible): Gs. 200.000/mes

« Renovacion certificado SSL: Gs. 0 (Let's Encrypt gratuito)
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Costo_infraestructura_anual = (300.000 + 200.000) x 12 = 6.000.000 Gs./afio
Actualizaciones y mejoras:
Se estima un 10% del costo de desarrollo anual para actualizaciones menores,

correccion de bugs y mejoras incrementales:

Costo_actualizaciones = 48.000.000 x 0.10 / 6 = 800.000 Gs./afio

Total Costos Operativos Anuales:

Costos_operativos_anuales = 8.400.000 + 600.000 + 800.000 = 9.200.000 Gs./afio

Nota: Se utiliz6 el costo de infraestructura reducido considerando solo el consumo

eléctrico adicional de los servidores.
Costos Operativos Totales (3 aios):
Costos_operativos_3afos = 9.200.000 x 3 = 27.600.000 Gs.

A.4. Costos Totales del Proyecto (3 ainos)

Costos_totales = Costos_desarrollo + Costos_implementacion +

Costos_operativos_3afios
Costos_totales = 48.000.000 + 12.000.000 + 27.600.000 = 87.600.000 Gs.
B. CALCULO DE BENEFICIOS ECONOMICOS

B.1. Datos Base de Desercion Estudiantil

Segun datos histéricos de la FCyT-UNCA:

- Matricula total promedio: 1,200 estudiantes
- Tasa de desercion anual historica: 15%
- Estudiantes que desertan anualmente: 1,200 x 0.15 = 180 estudiantes/afio

- Arancel anual promedio por estudiante: Gs. 3.600.000 B.2. Proyeccién de

Reduccion de Desercion

Capacidad de deteccion del sistema:
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El modelo de machine learning tiene un Recall (sensibilidad) del 82.5%, lo que significa
que identifica correctamente al 82.5% de los estudiantes que realmente van a desertar.

Para ser conservadores, se utiliza el 80%:

Estudiantes_detectados = 180 x 0.80 = 144 estudiantes/afo

Efectividad de las intervenciones:

Basandose en literatura sobre sistemas de alerta temprana en educacion superior
(Tinto, 2012; Arnold & Pistilli, 2012), se estima que las intervenciones tempranas
(tutoria académica, apoyo psicopedagdgico, seguimiento personalizado) logran retener

al 50% de los estudiantes identificados:
Estudiantes_retenidos = 144 x 0.50 = 72 estudiantes/afio
Reduccién neta de desercion:

Reduccién_porcentual = (72 / 180) x 100 = 40%

Esto significa que el sistema permite reducir la desercion del 15% actual al 9% (una

reduccién del 40% relativo).

B.3. Valorizacion de Beneficios Econémicos

Beneficio por estudiante retenido:

Cada estudiante retenido que continua sus estudios genera ingresos por aranceles.
Considerando que un estudiante promedio cursa 4 anos, y que al retenerlo en el primer

afno critico se asegura su permanencia por los afos restantes:

Para simplificar el calculo y ser conservadores, se considera solo el beneficio del ano

inmediato:

Beneficio_por_estudiante = 3.600.000 Gs./ano

Beneficio anual total:

Beneficio_anual = 72 estudiantes x 3.600.000 = 259.200.000 Gs./afo
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Sin embargo, para ser mas conservadores y considerar que no todos los estudiantes

retenidos completan el afilo completo, aplicamos un factor de ajuste del 90%:

Beneficio_anual_ajustado = 259.200.000 % 0.90 = 233.280.000 Gs./afio

Ajuste adicional por efecto gradual:

En el primer aio de implementacion, el sistema no operara a plena capacidad todo el
afno. Se estima que el primer afio alcanza solo el 60% de efectividad, el segundo afio

el 100%, y el tercer afo el 100%:

Beneficio_afio1 = 233.280.000 % 0.60 = 139.968.000 Gs.

Beneficio_afio2 = 233.280.000 x 1.00 = 233.280.000 Gs.

Beneficio_afio3 = 233.280.000 x 1.00 = 233.280.000 Gs.

Beneficios totales (3 afos):

Beneficios_totales = 139.968.000 + 233.280.000 + 233.280.000 = 606.528.000 Gs.

Nota: Para simplificar el analisis y ser mas conservadores, utilizaremos un beneficio
anual constante de Gs. 144.000.000 (equivalente a 40 estudiantes retenidos x Gs.
3.600.000):

Beneficios_totales conservador = 144.000.000 x 3 = 432.000.000 Gs.

C. CALCULO DE INDICADORES FINANCIEROS

C.1. Beneficio Neto

Beneficio _neto = Beneficios_totales - Costos_totales

Beneficio_neto = 432.000.000 - 87.600.000 = 344.400.000 Gs.

C.2. Retorno de Inversiéon (ROI)

(Beneficios_totales - Costos_totales)
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ROI = x 100

Costos_totales

(432.000.000 - 87.600.000)

ROI = x 100 87.600.000
344.400.000
ROI = x 100 = 3.932 x 100 = 393.2% 87.600.000

Interpretacién: Por cada guarani invertido en el proyecto, se obtienen Gs. 3.93 de
beneficio neto, o expresado de otra forma, la inversidn se multiplica por 4.93 veces en

tres anos.

C.3. Periodo de Recuperacion de la Inversiéon

(Costos_desarrollo + Costos_implementacion)

Periodo_recuperaciéon =

(Beneficio_anual - Costos_operativos_anuales)

(48.000.000 + 12.000.000)
Periodo_recuperaciéon =
(144.000.000 - 9.200.000)

60.000.000
Periodo_recuperaciéon = = 0.445 anos 134.800.000

Periodo_recuperacion = 0.445 x 12 = 5.34 meses = 5.4 meses

Interpretacion: La inversion inicial (desarrollo + implementacién) se recupera

completamente en aproximadamente 5 meses y medio de operacién del sistema.
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